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Resumo 
 A predição da riqueza de espécies em uma região é baseada em modelos 

estatísticos nos quais o número de espécies está em função de diversas variáveis 

ambientais, sócio-econômicas e climáticas. Se a análise é realizada em uma 

escala regional ou continental, deve se considerar o efeito de padrões espaciais 

nos dados, já que se estes forem significativos, os resultados da estatística 

convencional serão incorretos devido à autocorrelação espacial, aumentando o 

erro tipo I de cada coeficiente em relação a H0. Neste caso, utilizam-se os 

modelos de regressão espacial que corrigem a autocorrelação dos resíduos e 

permitem uma melhor avaliação da significância estatística dos coeficientes. Neste 

trabalho, foram construídos modelos estatísticos para explicar a variação 

geográfica da riqueza de espécies de vertebrados no Cerrado, com base em 

variáveis ambientais, sócio-econômicas e climáticas. Esses modelos foram 

comparados entre si através do Critério de Akaike, para avaliar quais modelos 

melhor explicam a riqueza de mamíferos, aves, répteis e anfíbios, além daqueles 

do conjunto de espécies endêmicas desses grupos no Cerrado.  

 

Palavras-chave: regressão múltipla, autocorrelação espacial, modelos espaciais 

autoregressivos, Critério de Akaike (AIC), efeito do domínio médio, Cerrado. 

 

 

 

 

 



 7

Abstract 

The prediction of the species richness in a region is based on statistical 

models in which the number of species is a function of several environmental, 

socioeconomic and climatic variables. If the analysis is accomplished over a 

regional or continental scale, it should consider the effect of spatial patterns in the 

data, since if these are significant, the conventional statistics results will be 

incorrect due to the spatial autocorrelation increasing the error type I of each 

coefficient in relation to H0. In this case, the models of spatial regression are used 

because they correct the autocorrelation of the residuals and allow a better 

evaluation of the statistical significance of the coefficients. In this work, statistical 

models were built to explain the geographical variation of the species richness of 

vertebrates in the Cerrado, based on environmental, socioeconomic and climatic 

variables. The models were compared amongst themselves through the Akaike 

Information Criterion (AIC), to evaluate which models better explain the mammals, 

birds, reptiles and amphibians richness, besides that of the group of endemic 

species of those groups in the Savannah Cerrado. 

 

Key words: Ordinary Least Square (OLS), spatial autocorrelation, spatial 

autoregressive models, Akaike Information Criterion (AIC), mid-domain effect, 

Savannah Cerrado. 
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Apresentação 

A busca por padrões de riqueza de espécies tem procurado entender os 

aspectos ecológico-evolutivos da biodiversidade. Para isto, muitas hipóteses foram 

elaboradas nos últimos 200 anos (Rohde, 1992), embora Rahbek & Graves (2001) 

e Willig et al. (2003) tenham diminuído esta lista a fim de considerar as hipóteses 

com o maior poder de explicação. Com os dados de diversidade que já são 

conhecidos atualmente, os resultados das hipóteses podem vir a ser falhos devido 

à falta de conhecimento adequado da biodiversidade em algumas regiões tanto 

em relação à sua ecologia quanto a falta de descrição das espécies (Whittaker et 

al., 2005). Por isto é necessário conhecer mais sobre a diversidade em todos seus 

aspectos e deste modo associar os dados reais às teorias biológicas. 

Um modo de compreender melhor a distribuição de espécies, em grandes 

extensões territoriais, é através de modelos que realizam descrições. Neste caso, 

utilizam-se os parâmetros que mais se associam à distribuição ou mesmo a 

utilização de modelos nulos nos quais descreve um padrão de riqueza de espécies 

na ausência dos principais fatores que estariam explicando uma distribuição de 

espécies (Gotelli & Graves, 1996; Colwell & Lees, 2000).  

 O bioma Cerrado (Figura 1), que foi a região de estudo deste trabalho, é um 

ecossistema de múltiplas fisionomias com características gerais de uma savana 

tropical, com extremos desde um campo limpo até florestas fechadas (cerradão) 

(Oliveira & Marquis, 2002). Ocupa aproximadamente 22% do território nacional, 

nas regiões Centro-Oeste, Norte, Nordeste e Sudeste, embora sua área de 

cobertura original venha sendo reduzida constantemente para uso agrícola. As 

estimativas variam, e as mais pessimistas sugerem que cerca de 55% de sua área 
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já tenham sido modificada por ação humana (Oliveira & Marquis, 2002; Klink & 

Machado, 2005).  

Esta intensa ocupação humana é responsável pela diminuição da 

viabilidade do Cerrado para as espécies ocupantes, porque causa fragmentação 

de hábitats, perda de biodiversidade, degradação de paisagens, erosão do solo e 

provável modificação climática regional (Klink & Machado, 2005). Por causa desta 

degradação e também devido ao alto endemismo (principalmente de plantas), este 

bioma é considerado um dos “hotspots” mundiais para a conservação da 

biodiversidade (Myers et al., 2000). São necessários esforços urgentes de 

conservação para diminuir o impacto sobre este bioma, não apenas em termos 

acadêmicos (i.e., aumentando o conhecimento sobre a biodiversidade na região) 

mas também em termos de atitudes políticas e sócio-econômicas.  
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Figura 1. Distribuição do bioma Cerrado, dividido em 181 quadrículas de 1º de 

latitude  x 1º de longitude, sobre o território brasileiro. 

 

 

 A distribuição da riqueza de vertebrados e das espécies endêmicas no 

Cerrado, que foi o tema deste estudo, está sob a influência de diversas variáveis. 

As variáveis utilizadas para predizer as espécies são em geral climáticas, 

ambientais e sociais, e possuem variação espacial se forem consideradas amplas 

escalas regionais. Para as espécies endêmicas do Cerrado, foi considerada 

também a hipótese “mid-domain effect” (Colwell & Lees, 2000), baseada em 

modelos nulos. De acordo com esta hipótese, a região central do “domínio” (bioma 
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Cerrado, por exemplo) terá maior diversidade de espécies simplesmente pela 

distribuição aleatória das espécies no domínio que é restrito por limites de borda.  

As distribuições geográficas das espécies estão correlacionadas mais 

fortemente com algumas variáveis que outras, de modo que essas variações 

espaciais modificam a riqueza (que é na verdade a sobreposição das distribuições 

dessas espécies). Quando se consideram escalas espaciais amplas, deve-se levar 

em consideração a autocorrelação espacial porque quando esta ocorre há 

dependência entre pontos de amostragens, o que pode levar a falsas conclusões 

sobre os fatores que explicam a riqueza e a distribuição de espécies, 

especialmente em termos da significância estatística desses efeitos (Legendre, 

1993; Diniz-Filho et al., 2003). Recentemente, ecólogos e biogeógrafos vêm 

utilizando cada vez mais o efeito da autocorrelação espacial em seus estudos 

(e.g., Legendre, 1993; Lennon, 2000; Diniz-Filho et al., 2003; Rangel et al., 2006).  

 Para avaliar quais variáveis mais influenciam a distribuição de vertebrados 

no bioma Cerrado, foram utilizados neste trabalho modelos para descrever a 

riqueza de espécies que seria esperada pelo conjunto de variáveis disponíveis. 

Serão considerados os seguintes tipos de regressão: a regressão múltipla (OLS - 

Ordinary Least Squares) (Haining, 1990; Sokal & Rohlf, 1995), que não avalia a 

autocorrelação espacial, e a autoregressão espacial simultânea (SAR -

Simultaneous Autoregression) (Haining, 1990; Fotheringham et al., 2002), que 

incluem em seus cálculos os efeitos da variação espacial nos resíduos dos 

modelos. Se realmente existe uma estrutura espacial significativa, o modelo 

espacial possuirá uma melhor performance e seus resultados serão mais 

confiáveis em relação à regressão múltipla OLS, como estudos recentes têm 
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demonstrado (Tognelli & Kelt, 2004; Svenning et al., 2006; Hawkins et al., 2007; 

Kühn, 2007). 

 Como o potencial computacional tem aumentado constantemente, a 

ecologia teve um acréscimo na performance de modelagens, banco de dados e 

análises estatísticas de um grande volume de informações. No estudo de padrões 

de riqueza de espécies, como podem ser gerados diversos modelos devido às 

várias combinações possíveis das variáveis disponíveis, a seleção do melhor 

modelo, com o maior poder descritivo e que fornece as variáveis mais importantes, 

será feita utilizando o critério de Akaike, uma ferramenta avançada que não inclui 

testes de hipóteses em um sentido clássico (estatístico). Contudo, ele oferece uma 

idéia da evidência de cada modelo em descrever a variável resposta (Burnham & 

Anderson, 2004). Deste modo, cada modelo gerado pela regressão múltipla OLS e 

pelo modelo regressivo espacial (SAR) foi analisado por este critério de seleção, 

sendo comparados uns aos outros. 

 No primeiro capítulo desta dissertação foi feita uma revisão e conceituação 

das ferramentas estatísticas que serão utilizadas nos demais trabalhos, bem como 

uma revisão das principais hipóteses que poderiam explicar a distribuição de 

espécies no bioma Cerrado. No segundo capítulo, há uma análise das principais 

variáveis que influenciam a distribuição de vertebrados (anuros, répteis, aves e 

mamíferos) neste bioma, considerando a autocorrelação espacial nos cálculos e a 

seleção de modelos através do critério de Akaike. No terceiro capítulo utiliza-se o 

mesmo procedimento a fim de se avaliar a hipótese do efeito do domínio médio 

(“mid-domain effect”) ao se considerar o quanto um modelo nulo de distribuição 
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das espécies poderia explicar a distribuição de espécies endêmicas, em adição às 

outras hipóteses ambientais e sociais. 

 

 

Objetivos e Justificativa Geral 

O critério de Akaike, como uma nova ferramenta de seleção de modelos, foi 

utilizado preferivelmente em relação à seleção tradicional (com base em testes de 

significância do modelo ou dos diferentes descritores) para determinar os 

melhores modelos baseados não apenas em variáveis “significativas”, mas 

também na perda de informação do melhor modelo gerado pelo próprio processo 

de parametrização. Neste estudo também foi considerado o efeito espacial dos 

dados ecológicos, ao utilizar o modelo SAR em relação ao OLS, aumentando 

assim a performance e a precisão dos resultados. Essas análises permitem 

avaliar: 

1) qual, ou quais, modelos regressivos (contendo diferentes combinações 

de variáveis preditoras), melhor explicam a distribuição da riqueza dos quatro 

grupos taxonômicos (répteis, anfíbios, aves e mamíferos), no bioma Cerrado, aqui 

considerados;  

2) Para as espécies endêmicas, será adicionada a variável GCM no 

conjunto de dados, que indica a riqueza esperada de espécies de acordo com o 

modelo nulo de domínio médio (MDE), permitindo avaliar as variáveis que mais 

influenciam a distribuição das espécies características do Cerrado.  

Assim, em termos gerais, os aspectos inovativos deste trabalho em relação 

à maior parte dos estudos que procuram avaliar padrões de riqueza são: 1) a 
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utilização da abordagem da hipótese “mid-domain effect”, através da variável 

GCM, como uma variável descritora das espécies endêmicas; 2) utilização do 

modelo SAR por considerar o efeito espacial; 3) utilização do critério de Akaike 

como ferramenta de seleção de modelos; 4) avaliação da multicolinearidade e sua 

possível correção.  
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CAPÍTULO I 

CONCEITOS TEÓRICOS ESTATÍSTICOS E ECOLÓGICOS 
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Conceitos Teóricos Estatísticos 

 Os modelos em ecologia são aproximações simplificadas da realidade, ou 

da ”verdade”, ou seja, não há modelos que refletem perfeitamente toda a realidade 

(esta contém toda a informação sobre o processo ecológico de interesse) 

(Burnham & Anderson, 2004). Há diferentes tipos de modelos a serem 

considerados: (1) o modelo conceitual refere-se à expressão de um conjunto de 

idéias sobre como opera um sistema em particular; (2) ao transformar estas idéias 

em palavras temos um modelo verbal; (3) transformando idéias ou palavras em  

simbologias e equações matemáticas, temos modelos matemáticos (Williams, 

2001; Hobbs & Hilborn, 2006). O uso de modelos ecológicos tem como objetivo 

inicial prever o comportamento futuro (ou inferir padrões no passado) das variáveis 

de interesse. Em princípio, é necessário utilizar modelos matemáticos em ecologia 

devido à complexidade da natureza, que dificulta a utilização de modelos simples 

e verbais. As utilizações destes modelos conferem alguma idéia e direção do que 

realmente deveríamos tentar medir na natureza (Gotelli, 1998). A análise de dados 

ecológicos também tem o objetivo de identificar qual modelo, ou quais, melhor 

descrevem o conjunto de dados com o interesse de identificar e explicar os fatores 

que mais influenciam a variável resposta, como por exemplo a riqueza de 

espécies. Outra informação que pode ser extraída é tentar extrair informações de 

como os processos ecológicos geraram os dados (Richards, 2005). 

 Com os modelos em mãos, devem ser considerados três princípios gerais 

ao se realizar inferências:  

(1) Simplicidade e parcimônia: deve-se utilizar a explicação mais simples 

como sendo a preferencial e, no caso de modelos lineares, essa idéia seria 
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expressa pelo balanço entre simplicidade (i.e., número de variáveis) e poder de 

explicação;  

(2) As diversas hipóteses a serem consideradas: os vários modelos 

descritos são avaliados para que possa ser feita a análise de quais destes melhor 

oferecem suporte aos dados, podendo ser adicionadas à análise outras hipóteses 

e retiradas aquelas que oferecem baixo poder explicativo;  

(3) Avaliação do poder de cada modelo: fornece uma medida quantitativa 

para avaliar o poder de descrição e explicação de cada modelo (Burnhan & 

Anderson, 2004; Mazerolle, 2006). Estes princípios abordam a seleção de 

modelos sob o critério de Akaike (mais adiante). 

 As análises ecológicas de diversidade têm utilizado modelos na forma de 

equações matemáticas para realizar predições sobre a riqueza de espécies, em 

termos de quando esta variável está sob a influência de vários fatores, sendo o 

modelo mais simples denominado de regressão múltipla OLS. Esta equação 

revela as relações entre uma variável resposta e duas ou mais variáveis 

ecológicas, as variáveis explanatórias, independentes ou preditoras. A equação 

linear convencional da regressão múltipla é escrita como:  

kykyy XbXbXbaY ...... 2211 ++++=
∧

                                        Equação 1 

 

 

Sendo sua notação matricial dada por 

εβ += XY             ( ) YXXXˆ T1T −
=β                                      Equação 2 
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em que a estimativa da variável dependente 
∧

Y está sob a função de k variáveis 

independentes X1, X2, ..., Xk. O termo b ŷ  refere-se ao coeficiente de regressão da 

variável Xj , considerando que todas as outras variáveis da equação de regressão 

sejam mantidas matematicamente constantes, sendo denominado de coeficiente 

parcial de regressão. O valor de a é o intercepto da função, ou seja, o valor de Ŷ  

quando todos os valores das variáveis independentes são iguais a zero (Sokal & 

Rohlf, 1995).  Na equação 2 o vetor Y refere-se aos elementos da variável 

resposta que estão em função dos elementos da matriz X, que contém as 

variáveis independentes (variáveis explanatórias), multiplicado pelo vetor β  que 

contém os coeficientes de regressão parciais, descrevendo o quanto a variável 

resposta possui influência sobre as variáveis independentes. O vetor ε  são os 

resíduos da regressão. Na verdade, assume-se que a matriz de covariância dos 

resíduos assume a seguinte forma: I2σ , na qual I é a matriz identidade e 

2σ representa a variância entre os valores residuais provenientes de cada ponto 

amostral (Haining, 1990; Fotheringham et al, 2002).  

O objetivo da regressão múltipla é tentar ao máximo aumentar a proporção 

da variação de Y explicada pelo modelo regressivo e diminuir a proporção da 

variação de Y que não pode ser explicada pela equação, o resíduo. Este é medido 

pela diferença entre o valor observado e o valor estimado pela regressão de Y por 

X (Sokal & Rohlf, 1995).  

O uso de regressões múltiplas em ecologia para questões de modelagem 

possui dois pontos de vista: a procura pelo melhor modelo descritivo e a  

abordagem da precisão e magnitude em cada modelo possível de ser gerado, 
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utilizando intervalos de confiança e coeficientes de determinação (r2) para o 

desenvolvimento de novas idéias e pesquisas em relação à análise de processos 

ecológicos (Mac Nally, 2000). 

Para que possa ser feita uma análise correta pela regressão múltipla os 

pressupostos a serem atendidos são: (1) os valores do resíduo, ou erro, devem 

possuir uma distribuição normal; (2) homogeneidade da variância, ou seja, as 

diferentes combinações das variáveis independentes devem possuir distribuições 

de amplitude dos valores do resíduo iguais estatisticamente entre si; (3) os valores 

do resíduo são independentes entre si (não há dependência espacial ou temporal 

nos resíduos, o que será explorado em mais detalhas adiante) (Zar, 1996). 

 Dado o conjunto de observações (uma variável resposta e duas ou mais 

variáveis explanatórias em cada ponto de amostragem) e realizados os cálculos 

matemáticos, obtém-se a equação de regressão considerando-se todas as 

variáveis explanatórias. Este modelo é ajustado para que a soma dos quadrados 

dos resíduos tenha o menor valor possível. Deste modo, a significância do efeito 

das variáveis explanatórias é avaliada sobre o poder de descrição em relação à 

variável Y. Caso o poder descritivo seja baixo, esta variável Xj é usualmente 

retirada do modelo e um novo ajuste é então realizado, até alcançar um modelo na 

qual todas as variáveis Xj sejam significativas. Este processo é denominado de 

seleção de variáveis, ou seja, a identificação de quais variáveis descrevem melhor 

os dados ecológicos, indo de encontro ao melhor modelo (Zar, 1996; Mac Nally, 

2000). 

 Há várias técnicas disponíveis para a seleção de variáveis em regressão 

múltipla. Entre as disponíveis são os procedimentos automáticos de “stepwise 
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selection”, que por sua vez podem ser realizados de diferentes formas. Há, por 

exemplo, um procedimento de “forward selection”, que inicia-se com a equação 

mais simples (i.e., uma única variável explanatória), e gradualmente adiciona as 

variáveis independentes que sejam significativas para a equação de regressão. A 

outra possibilidade oposta é adotar um procedimento de “backward elimination”, 

na qual inicia-se com a equação mais completa e as variáveis independentes 

menos significativas irão sendo sucessivamente retiradas. Há procedimentos mais 

complexos nas quais as variáveis podem tanto ser adicionadas como retiradas do 

modelo após os testes de significância (Zar, 1996). Entretanto, há várias críticas 

sendo feitas em relação a estes métodos (Stephens et al., 2005), visto que 

procedimentos automáticos como “stepwise” podem incluir no modelo regressivo 

as variáveis independentes erradas, podem criar modelos com um coeficiente de 

determinação aumentado artificialmente e podem, em geral, permitir facilmente a 

geração de modelos falsos, sem significado biológico ou ecológico. Isto pode 

ocorrer por vários motivos: (1) quando não há uma seleção criteriosa a priori das 

variáveis de interesse do assunto em questão, deixando apenas os testes 

estatísticos selecionarem as variáveis (o que demonstra a importância do 

conhecimento teórico do sistema de estudo que está sendo abordado); (2) quando 

o número de observações é menor que a quantidade de variáveis disponíveis 

(Flack & Chang, 1987); (3) viés no teste de parâmetros através dos testes de 

significância, causados, por exemplo, por efeitos de autocorrelação espacial ou 

temporal; (4) o critério de seleção não envolve apenas um teste de hipóteses, mas 

vários simultaneamente, o que aumenta o erro tipo I; (5) neste caso de seleção 

automática de modelos, não há como avaliar o quanto a melhor regressão ajusta-
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se bem aos dados, ou seja, nem sempre o melhor modelo selecionado possui a 

melhor performance porque outros futuros modelos podem ajustar tão bem quanto 

o anterior (Whittingham et al., 2006). Apesar de todas estas críticas, o uso de 

hipóteses nulas e testes de significância é bastante útil e aceito em estudos 

experimentais e em alguns estudos observacionais, não podendo ser descartada 

das análises estatísticas (Stephens, 2005).  

Outra questão a ser tratada em regressões é quando há associações entre 

as variáveis utilizadas (multicolinearidade) e, como conseqüência, isso pode gerar 

estimativas enviesadas dos parâmetros (Philippi, 1993). A informação é enviesada 

porque o erro padrão dos coeficientes de regressão aumentam na presença de 

relações entre variáveis e, deste modo, há desvios dos valores dos coeficientes de 

regressão que seriam esperados na ausência de multicolinearidade (Graham, 

2003). Um modo direto de detectar a presença da multicolinearidade é avaliar as 

matrizes de correlação entre as variáveis descritoras. As medidas destas relações 

também podem ser contabilizadas pelo fator de aumento da variância (variance 

inflation factor – VIF) em cada variável preditora, que é dado pela seguinte 

equação:  

 

( )21

1

R
VIF

−
=                                                                        Equação 3 

na qual este coeficiente de determinação R2 é obtido pela regressão de uma 

variável explanatória como resposta às demais variáveis preditoras no modelo. O 

VIF indica o aumento da variância do coeficiente de regressão comparado quando 



 24

não há colinearidade. Embora tenha sido comumente descrito que valores maiores 

que dez sejam indicativos de problemas de colinearidade, Graham (2003) diz que 

mesmo baixos valores podem trazer problemas. 

Atualmente, os pesquisadores utilizam freqüentemente a abordagem 

estatística tradicional de seleção de modelos para realizar inferências sobre 

processos biológicos (Hobbs, 2006). Neste processo, uma hipótese nula é gerada 

e avalia-se se esta hipótese pode ser rejeitada dado o conjunto de observações. A 

rejeição ocorre quando a probabilidade de algum evento em questão ocorrer 

simplesmente ao acaso é baixa e então a hipótese alternativa é aceita (Sokal & 

Rohlf, 1995). Contudo, em muitos casos, os pesquisadores estão interessados 

apenas em encontrar modelos com maior poder de explicação e descrição que 

estejam mais próximos da realidade e que possuam uma boa base teórica, 

procurando identificar os modelos mais parsimoniosos e o que melhor explicam os 

dados (Mac Nally, 2000). 

O aumento dos suportes computacionais tornou mais fácil o uso de técnicas 

mais avançadas e desde então o uso dessas técnicas tem aumentado por parte 

dos pesquisadores. Estes novos procedimentos oferecem direções para a 

pesquisa ecológica, com análises mais completas e conclusões que se aproximam 

mais da realidade ao estudar um sistema em particular (Liebhold & Gurevitch, 

2002; Johnson & Omland, 2004; Hobbs & Hilborn, 2006). Deste modo, uma 

maneira de realizar a seleção de modelos sem considerar testes de hipóteses é 

fundamentada na teoria da informação, que oferece um modo de extrair um poder 

de explicação de um conjunto de hipóteses, representados por modelos 

matemáticos. Neste caso, testes de hipóteses não são utilizados. Os testes 
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estatísticos tradicionais, através da significância de variáveis, têm resultados 

limitados, especialmente em dados observacionais, pouco informativos porque 

apenas revelam a significância e são mais prováveis de obterem resultados 

errados (Burnham & Anderson, 2004; Mazerolle, 2006; Hobbs & Hilborn, 2006).  

A abordagem da seleção de modelos pelo Critério de Akaike possui três 

vantagens: (1) os diferentes modelos gerados são comparados uns aos outros, 

avaliando o suporte que cada modelo oferece aos dados observados; (2) cada 

modelo oferece uma medida quantitativa de quão provável seja o melhor modelo 

estimado; (3) em casos nas quais os modelos oferecem o mesmo suporte aos 

dados, utilizam-se técnicas para realizar a estimação e predição de forma mais 

completa (Johnson & Omland, 2004). 

Entretanto, antes de realizar as análises ecológicas, é preciso estabelecer 

inicialmente o conjunto de modelos a ser analisado. Primeiramente, obtém-se um 

conjunto de hipóteses biológicas que são transformadas em modelos, o que 

requer a identificação das variáveis e a seleção das funções matemáticas que 

descrevem os processos ecológicos (Johnson & Omland, 2004; Hobbs & Hilborn, 

2006).  

O critério de Akaike (AIC) utiliza a abordagem da perda de informação de 

Kullback-Leibler. Esta abordagem refere-se à perda de informação quando um 

modelo é usado para aproximar a realidade, porque é impossível um modelo obter 

toda a informação de um processo ecológico complexo. A distância de Kullback-

Leibler pode ser entendida como a distância entre a completa realidade e um 

modelo (Burnham & Anderson, 2004; Johnson & Omland, 2004; Richards, 2005; 

Hobbs & Hilborn, 2006; Mazerolle, 2006). Quando se faz seleção de modelos 
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utilizando o critério de Akaike, obtém-se no final os modelos que foram mais 

importantes ao oferecerem suporte aos dados e também evidenciam as variáveis 

de maior interesse. Como já foi dito, neste processo não utilizam-se testes de 

hipóteses como é feita na seleção de variáveis da regressão múltipla por um 

processo de “stepwise”. 

Ao realizar a seleção de modelos pelo Critério de Akaike utilizando os 

resultados de uma regressão múltipla, os valores de AIC são calculados utilizando 

as  seguintes equações: 

( ) KnAIC 2ˆln 2 += σ                              
( )

n
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ε
σ  

                                                                                                      Equação 4 

na qual 2σ̂  refere-se à variância dos resíduos de cada modelo regressivo. A letra 

K indica quantos parâmetros estão incluídos em cada regressão, então neste caso 

será a quantidade de variáveis, o intercepto de cada modelo e também a variância 

residual (Burnham & Anderson, 2004; Richards, 2005). Os pressupostos da 

equação acima requerem os mesmo cuidados da regressão múltipla e, deste 

modo, é necessário que os valores dos resíduos sejam independentes entre si, 

distribuídos normalmente e que a variância seja homogênea. 

 Cada modelo construído terá um valor de AIC, sendo que os modelos com 

os menores valores de AIC serão considerados os melhores modelos para 

explicar um determinado padrão ecológico, entre todos aqueles que foram 

considerados. Os valores individuais do AIC para cada modelo são pouco 

interpretáveis, exceto quando são comparados uns aos outros, já que esses 



 27

valores são afetados por constantes de escalas desconhecidas, pelo tamanho da 

amostra e podem conter um amplo intervalo de valores. Para realizar uma melhor 

comparação entre os valores de cada modelo a seguinte transformação deve ser 

feita 

MINii AICAIC −=∆                                                                       Equação 5 

na qual AICMIN é o menor valor de AIC entre todos os modelos considerados 

(Richards, 2005; Hobbs & Hilborn, 2006). Neste caso, o melhor modelo terá um 

valor ∆  igual a zero, e os outros modelos terão valores positivos. Esta equação 

fornece uma medida relativa ao melhor modelo e seus valores posicionados 

permitem uma rápida avaliação da comparação dos poderes de evidência, em 

relação aos dados, para cada modelo. Burnham & Anderson (2004) sugeriram a 

seguinte regra: valores de ∆ AIC menores que 2 são considerados os modelos 

que oferecem os melhores suportes relativos aos dados e deveriam ser usados 

para fazer futuras inferências sobre o processo ecológico em questão. 

Outra medida para que se possa realizar comparação entre modelos e 

avaliar o poder de evidência, é ponderar o valor de cada modelo (wi) utilizando os 

valores ∆ AIC, através da seguinte equação. 
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                                                        Equação 6 

Os valores ∆ indicam a diferença de valores do Critério de Akaike relativos ao 

melhor modelo e R refere-se ao conjunto de todos os modelos considerados.  
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O resultado desta equação indica a chance de que o modelo i seja o melhor 

entre todo o conjunto de modelos candidatos, caso o estudo seja repetido diversas 

vezes (Johnson & Omland, 2004). Como exemplo, se o valor ponderado de um 

modelo for 0,50, isto significa que este modelo tem uma chance de 50% de ser o 

melhor modelo caso o estudo seja repetido diversas vezes.  

 Entretanto, é importante considerar que o critério de Akaike também pode 

levar a conclusões falsas se não forem consideradas as variações espaciais dos 

parâmetros. Quando há forte autocorrelação, a dependência espacial entre os 

pontos de amostragem, um pressuposto foge à regra da regressão múltipla, a de 

que os resíduos são independentes. Isto ocorre porque pontos adjacentes tendem 

a ter dados similares e neste caso os resíduos serão dependentes entre si, 

superestimando os graus de liberdade e os valores dos testes estatísticos 

convencionais (Legendre, 1993; Diniz-Filho et al., 2003). Deste modo não será 

adequado usar regressão múltipla simples quando há autocorrelação espacial 

para realizar a seleção de modelos utilizando o critério de Akaike, mas sim um 

modelo autoregressivo (tópico adiante) que considera dados espacialmente 

estruturados (Keitt et al., 2002) 

 A autocorrelação espacial pode ser positiva, quando pontos de amostragem 

localizados a uma dada distância apresentam valores, de um parâmetro qualquer, 

mais similares entre si do que esperados ao acaso, ou negativa, quando esses 

pontos de amostragem apresentam valores mais distintos do que esperado ao 

acaso (Legendre, 1993) 
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 A magnitude da autocorrelação espacial é freqüentemente calculada em 

genética evolutiva e ecologia geográfica pelo Índice I de Moran através da 

seguinte equação (Legendre, 1998) 
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na qual n é o número de pontos de amostragem ou quadrículas; 
iy e jy são 

valores de uma dada variável Y qualquer nos pontos i e j ; y é o valor médio de y ; 

ijw é valor que pertence à matriz W , esta sendo uma matriz de conexões entre os 

pontos de amostragem assumindo valor igual a 1 quando estes dois pontos de 

amostragem estão conectados dentro de um intervalo de distância e valor igual a 

zero quando este dois pontos de amostragem não estão na mesma classe de 

distância. O índice I de Moran assume valores entre +1, perfeita autocorrelação 

positiva, até -1 e neste caso há máxima autocorrelação negativa. 

 A partir de uma variável são calculados os valores de I para grandes 

distâncias, separando esta em intervalos iguais ou não, e os resultados são 

plotados em gráficos denominados correlogramas nas quais os valores de 

autocorrelação são colocados no eixo das ordenadas e as classes de distância no 

eixo das abscissas. Com este gráfico pode-se avaliar o grau de autocorrelação 

espacial de um parâmetro entre pares de pontos de amostragem e como varia 

entre distâncias próximas e distantes (Legendre, 1998; Tognelli & Keit, 2004).   
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 Quando os valores do erro do modelo OLS são independentemente 

distribuídos, assume-se a seguinte notação: 

( )IMVN 2,0~ σε  

Isto significa que os valores do erro apresentam uma distribuição multivariada 

normal com média zero e a matriz de variância-covariância é representada pelo 

segundo termo (Fotheringham et al., 2002; Lichstein et al., 2002) . Esta matriz diz 

que a variância dos erros entre as diferentes localidades são iguais e a 

covariância é igual a zero, isto indica que há independência dos resíduos. 

Contudo, se um modelo de regressão múltipla OLS apresenta autocorrelação 

espacial, os valores do erro serão dependentes entre si em algum grau e, neste 

caso, os testes de significância e, eventualmente, as estimativas dos parâmetros, 

serão afetadas (ver Hawkins et al., 2007). Neste caso, deve-se implementar outros 

modelos que lidam com este efeito espacial, e uma alternativa é incorporar a 

autocorrelação diretamente nos resíduos dos modelos (Rangel et al, 2006). 

 Neste estudo foi utilizado o modelo autoregressivo simultâneo (SAR – 

Simultaneous Autoregressive Models). Esse modelo é denominado 

“autoregressivo” porque, além das variáveis preditoras serem incluídas no modelo, 

uma variável, que considera o efeito de localizações vizinhas, é adicionada (neste 

caso o vetor Y é incluído nos cálculos) (Fotheringham et al., 2002). Basicamente a 

nova variável é uma matriz de conexões (W) entre as localidades multiplicado 

pelos valores do vetor Y e, que também terá seu coeficiente de regressão ( ρ ), 

que é chamado de coeficiente autoregressivo. Tanto a matriz W quanto o 
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coeficiente autoregressivo são incorporadas à estrutura de covariância entre os 

resíduos do modelo. 

Os valores da matriz W apresentam valores iguais a zero quando duas 

localidades não estão conectadas ou adjacentes entre si, ou quando consideram 

duas mesmas localidades (diagonal principal), e valores menores que 1 (ou 

mesmo assumir valor igual a 1 de acordo com o critério de conexão utilizado) 

quando estão ligadas entre si e assumem ter relações de dependência. Ou seja, o 

valor desta conexão irá diminuir com o aumento da distância entre os pares de 

amostragens e aumentará quanto mais próximos estiverem entre si, sendo que 

valores iguais a zero serão obtidos se os pares de amostragens estiverem fora da 

região de influência de um local sobre o outro (este último assume independência 

espacial) (Lichstein et al., 2002; Fotheringham et al., 2002; Tognelli & Kelt, 2004). 

Quanto maiores são os valores wij na matriz W, mais próximos são os valores 

obtidos de uma variável qualquer destas duas localidades.  

O parâmetro ρ  é o coeficiente espacial autoregressivo e como está ligado 

a uma variável que considera o efeito de localidades vizinhas para predizer 

valores, ele indica que algum grau de autocorrelação espacial ocorre. Esse valor 

deve ser estatisticamente significativo, porque em caso contrário o SAR volta a ser 

um modelo OLS. Se este possui um valor maior que zero, assume-se a existência 

de uma autocorrelação positiva nos resíduos do modelo OLS (Lichstein et al., 

2002; Fotheringham et al., 2002). 
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 O modelo SAR incui em seu modelo a autocorrelação espacial nos resíduos 

ao assumir no cálculo da matriz de covariância o parâmetro ρ  como indicando a 

seguir. 

) )](([ 12 −
−−= WIWIC

T
ρρσ                                                Equação 8 

O efeito espacial tende a mudar a influência das variáveis explanatórias 

sobre a variável resposta e, deste modo, a importância relativa de uma variável 

em predizer valores pode ser alterada. Variáveis que são bastantes 

autocorrelacionadas tendem a ter coeficientes mais fracos durante a predição 

(Lichstein et al, 2002). Neste caso novos coeficientes de regressão devem ser 

estimados através de uma equação proveniente de um modelo GLS (Generalized 

Least Square), que é uma classe de modelos que incorporam a autocorrelação 

nos resíduos e que diferenciam no cálculo dos coeficientes de regressão através 

de diferentes especificações da matriz de covariância (Haining, 1990). O cálculo 

para estimar o vetor dos coeficientes é feito pela equação: 

)( YCXXCXˆ 1T11T −−−=β                                                              Equação 9     

que é mais geral do que a equação do OLS (equação 2). Estudos recentes têm 

incluído estes modelos para ajustar uma relação entre riqueza de espécies, ou 

abundância, e as variáveis climático-ambientais (Keitt et al., 2002; Lichstein et al., 

2002; Tognelli & Kelt, 2004). Quando os resíduos provenientes da regressão 

múltipla OLS apresentam dados significativamente autocorrelacionados, utilizou-

se a autoregressão espacial para considerar este efeito em seus cálculos. Nestes 

estudos, os resultados mostram que os modelos autoregressivos apresentaram 
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melhores performances em relação ao modelo OLS, menor autocorrelação dos 

resíduos e maior capacidade de explicação dos dados biológicos. Isto evidencia a 

importância da utilização de modelos autoregressivos, quando necessário, para 

estabelecer uma relação de causa e efeito mais próxima da realidade (entretanto, 

ver Hawkins et al., 2007.) 
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Conceitos Teóricos Ecológicos 

  Os diferentes grupos de vertebrados analisados neste trabalho possuem 

distintas distribuições espaciais sobre o bioma Cerrado, em parte porque 

respondem às variáveis ambientais de acordo com suas características biológicas 

e ecológicas. Mesmo dentro de um grupo taxonômico, as diferentes espécies irão 

se distribuir a partir de seus requerimentos em termos de seu nicho ecológico, dos 

padrões de dispersão e de outros componentes históricos em diferentes escalas 

de tempo.  

A hipótese mais trabalhada em estudos de riqueza de espécies é baseada 

em energia ambiental, já que diversos autores confirmam esta medida na 

influência de padrões de riqueza em grande escala (Wright, 1983; Currie, 1987;  

Currie, 1991; Hawkins et al., 2003a,b). Entretanto, ainda não há uma idéia clara 

sobre as relações de causa e efeito da hipótese espécie-energia (Evans & Gaston, 

2005) em determinar o padrão de riqueza mais comumente conhecido, a variação 

latitudinal em grande escala. 

 Esta hipótese leva em consideração a entrada de radiação solar que entra 

na superfície da Terra, a temperatura (medidas diretas), a produtividade primária e 

as dinâmicas da água através da evapotranspiração (medidas indiretas), que de 

modo geral estão ligadas à hipótese climática. A relação da hipótese energética 

em plantas é que uma maior entrada de radiação solar possibilitaria maior 

captação desta energia solar por parte das plantas e a temperatura aumentaria a 

velocidade das reações químicas permitindo maior produção primária e conversão 

de produtos inorgânicos em substâncias orgânicas (Wright, 1983; Pianka, 1994), 
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sendo limitada pela disponibilidade de água. Esta dinâmica água-energia pode ter 

favorecido uma maior especiação em plantas. 

 Já em animais, há duas versões sobre como os efeitos da energia poderiam 

atuar na diversidade de espécies (Hawkins et al., 2003a), considerando também a 

hipótese espécie-energia. Inicialmente, a energia causaria um aumento na 

produtividade em plantas e assim possibilitaria maiores quantidades de recursos 

disponíveis, permitindo que mais herbívoros ocupem nichos ecológicos e deste 

modo permitiriam a persistência de mais espécies nos próximos níveis tróficos. As 

espécies estariam limitadas pela produtividade dos níveis inferiores e as plantas 

pela disponibilidade de água e energia. Medidas de produtividade, tais como 

evapotranspiração atual (AET) e o índice de vegetação (EVI), geralmente 

oferecem alta proporção da explicação da riqueza de espécies em grande parte do 

globo terrestre (Currie & Paquin, 1987; Hawkins, et al., 2003a,b; Hulbert & Haskell, 

2003). O efeito dessas hipóteses seria sobre o tamanho da população, visto que o 

aumento deste diminuiriam as taxas de extinção e podem atuar na especiação 

(Hawkins et al., 2003b).  

Por outro lado, pode-se imaginar que a temperatura (TEMP) ou a 

evapotranspiração potencial (PET), que são medidas diretas de energia ambiental, 

podem atuar nos requerimentos fisiológicos dos organismos e também influenciar 

taxas de mutação, metabólicas e no tempo de geração (Evans & Gaston, 2005).  

Os organismos apresentam requerimentos de temperaturas, em determinados 

intervalos, para sua ótima performance em crescimento, reprodução e 

sobrevivência. Animais ectotérmicos apresentam seu espaço de atividades sob 

determinadas condições de temperatura e animais homotérmicos necessitam 
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gastar mais de sua energia em ambientes mais frios para manter a 

termorregulação, alocando recursos que seriam utilizados de outra forma para 

reprodução (Begon et al., 1996). Em altas latitudes, a entrada de energia no 

ambiente, através da temperatura ao invés da produtividade, explica uma boa 

parte da riqueza para diversos grupos taxonômicos de animais (Currie, 1991; 

Hawkins et al., 2003b).  

Hawkins et al. (2003b) realizou uma revisão através de diversos estudos 

para avaliar a distribuição em grandes escalas de diversos grupos taxonômicos e 

verificou que nas regiões tropicais e quentes as variáveis relacionadas 

diretamente à água foram os melhores preditores da diversidade enquanto que 

nas regiões de alta latitude, mais frias, a entrada de energia atuou de maneira 

mais forte. A entrada de água por sua vez pode ser contabilizada através da 

hipótese climática. Esta hipótese estaria atuando indiretamente para maiores 

índices de produtividade (Hawkins, 2003a,b) e considera-se ser a melhor hipótese 

preditora de plantas em regiões tropicais e sub-tropicais. 

 Com relação à geografia, Kerr & Packer (1997) avaliaram que uma boa 

parte da variação na riqueza de mamíferos na América do Norte é bem predita 

pela variedade topográfica em associação com a energia ambiental. Rahbek & 

Graves (2001) avaliaram a diversidade de aves na América do Sul através de 

variáveis ambientais e espaciais e constataram que os locais mais diversos eram 

as regiões montanhosas dos Andes, onde as amplitudes dos relevos eram 

maiores, ao invés dos locais com maior entrada de energia. A diversidade de 

hábitats pode ser evidente quando há variação na topografia visto que a 

temperatura do ar diminui com a altitude cerca de 6º C a cada 1.000 metros de 
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elevação (Begon et al., 1996). Outra atuação da topografia em áreas montanhosas 

é que a inclinação e a exposição ao sol podem tornar o ambiente bastante 

estressante e as formas de vida remanescentes são resistentes à seca e deste 

modo limitam também a diversidade, enquanto que as regiões mais baixas podem 

estar saturadas de água. Os locais que possuem maior diversidade ambiental 

(maior amplitude topográfica) podem sustentar mais espécies por causa dos 

distintos requerimentos ecológicos, de acordo com a teoria do nicho ecológico. 

Entretanto, esta amplitude da topografia e outras medidas de diversidade 

ambiental não são sempre fortemente correlacionadas (Rahbek & Graves, 2001). 

 Atualmente, o uso de indicadores sócio-econômicos para questões de 

conservação e a coincidência de riqueza de espécies com a população humana 

são fontes para diversos estudos (Balmford et al., 2001; Araújo, 2003; Gaston & 

Evans, 2004; Diniz-Filho et al., 2006). A idéia neste caso é avaliar o quanto a 

riqueza de espécies está associada a indicadores de ocupação humana. Deste 

modo, pode-se analisar conflitos de conservação, impactos sobre a diversidade, 

bem como seu maior conhecimento em locais mais densamente povoados. A 

ocupação humana no bioma Cerrado caracteriza-se por ser recente e altamente 

tecnológica, bastante associada com modernas técnicas agrícolas que tornaram o 

solo mais produtivo e devido também às oportunidades de emprego com a 

construção da capital federal, Brasília (Klink & Moreira, 2002). De acordo com 

trabalhos anteriores (Diniz-Filho et al., 2005; Bini et al., 2006), há uma correlação 

positiva entre espécies de anuros conhecidas e tamanho populacional humano, 

isto porque há maiores chances de serem descritas e maiores esforços de 
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amostragem em locais mais densamente povoados e deste modo estes locais 

possuem maiores quantidades de inventários faunísticos. 

 Entre as novas metodologias para predizer a riqueza de espécies estão o 

efeito do domínio médio (“mid-domain effect”), cuja predição é dada de forma 

computacional pelo modelo geométrico de Jetz & Rahbek (2001) (“geometric 

constraints model”, GCM). No GCM a distribuição geográfica das espécies é 

geometricamente restrita pelos limites dentro de um domínio, o que leva a 

aumento da sobreposição das espécies em direção ao centro da região e deste 

modo a diversidade será maior na posição central da região (Colwell & Lees, 

2000). Esta hipótese é considerada como um modelo nulo (Gotelli & McGill, 2006), 

ou seja, a distribuição de espécies preditas pelo modelo irá ocorrer principalmente 

no centro do domínio simplesmente ao acaso dentro dos limites geométricos do 

domínio, sem o efeito de outras variáveis que influenciam esta distribuição. Este 

modelo pode vir a explicar alguns padrões espaciais de riqueza de espécies 

endêmicas, sendo que os valores preditos por este modelo podem ser usados 

como uma variável para explicar a distribuição espacial de espécies (Colwell et al., 

2004). Como espécies endêmicas estão restritas a um bioma ou região, sua 

distribuição poderia ser explicada por este modelo. Este modelo, entretanto, 

possui posições contrárias e a favor em diversos artigos (Colwell & Lees, 2000; 

Hawkins & Diniz-Filho, 2002; Colwell et al., 2004; Hawkins et al., 2005), visto que 

há argumentos de que não possui significado ecológico para os gradientes de 

diversidade ou possui pouco poder de explicação, enquanto que por outro lado 

defende-se que há processos estocásticos influenciando a distribuição de 

espécies. Os resultados da hipótese do efeito do domínio médio também podem 
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ser alcançados utilizando simulações de um processo espacialmente explícito de 

dinâmica neutra de Hubbel (2001).   
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CAPÍTULO II 

SELEÇÃO DE MODELOS ESPACIAIS PARA A DIVERSIDADE DE 

VERTEBRADOS NO CERRADO ATRAVÉS DO CRITÉRIO DE AKAIKE (AIC) 
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Resumo 

No estudo da riqueza de espécies em grandes extensões territoriais devem-

se levar em consideração os possíveis efeitos da autocorrelação espacial, que traz 

resultados incorretos sobre a estimativa do efeito de variáveis descritoras sobre a 

riqueza de espécies. Nesses casos, utilizam-se estatísticas que considerem este 

efeito espacial de modo que as estimativas dos parâmetros dos modelos que 

explicam a riqueza de espécies serão mais corretas. Neste trabalho, foram 

avaliados os padrões de riqueza para quatro grupos taxonômicos de vertebrados 

presentes no bioma Cerrado, em termos de estabelecer quais variáveis melhor 

associam-se com a distribuição destas espécies. Para isto, utilizou-se um modelo 

espacial autoregressivo simultâneo (SAR) e um modelo não-espacial (OLS), e em 

cada um deles as variáveis foram escolhidas utilizando-se a abordagem da 

seleção de modelos através do Critério de Akaike. As variáveis mais importantes 

foram relacionadas à produtividade. O Critério de Akaike selecionou os modelos 

que possuem maiores poderes de explicação. Os resultados observados 

mostraram bom desempenho do SAR em comparação ao OLS e permitiu 

estabelecer quais variáveis poderiam descrever os padrões espaciais de riqueza 

de espécies nos quatro grupos de vertebrados no Cerrado. 

 

Palavras-chave: regressão múltipla (OLS), modelos espaciais autoregressivos, 

Critério de Akaike (AIC), Cerrado.  
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Introdução 

 A predição da riqueza de espécies, a fim de buscar os fatores ecológicos e 

evolutivos envolvidos na biodiversidade, pode ser realizada através de modelos 

regressivos nos quais o número de espécies está em função das variáveis que 

acreditam-se sejam as mais importantes em influenciar a distribuição de espécies 

sobre grandes extensões territoriais. Como podem ser gerados muitos modelos 

diferentes através de múltiplas combinações de variáveis, é comum avaliar, 

através de testes estatísticos de hipótese nula sobre as significâncias das 

variáveis, se estes descritores possuem influência sobre a distribuição de espécies 

de uma região. Isto é comumente realizado através da seleção de variáveis 

“stepwise selection”, na qual ao longo do processo seletivo as variáveis estão 

sendo adicionadas ou retiradas de acordo com sua significância (Zar, 1996). 

Entretanto, isso não significa necessariamente um aumento do poder preditivo dos 

modelos considerados. Para a seleção de modelos, portanto, buscam-se as 

soluções com os maiores poderes de explicação sobre a distribuição de espécies 

e bem estruturados com a teoria subjacente aos padrões estudados (Mac Nally, 

2000).  

Neste sentido, alternativas que não lidam com testes de hipóteses, mas que 

realizam comparações entre os diferentes modelos à procura de resultados mais 

próximos da realidade, passaram a ser utilizadas. Com esses métodos, acredita-

se que seja possível fazer melhores inferências e oferecer direções para a 

pesquisa ecológica (Johnson & Omland, 2004). Um procedimento que vem sendo 

bastante utilizado é o Critério de Akaike (AIC), que no caso de regressões apenas 

utiliza a variância residual e o número de parâmetros de cada modelo gerado 
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(Burnham & Anderson, 2004; Richards, 2005; Hoeting et al., 2006; Svenning, et 

al., 2006; Mazerolle, 2006; Vieira  et al., 2006;  algumas aplicações em Kühn, 

2007). Neste caso, no melhor modelo também pode haver a inclusão de variáveis 

não significativas pelo teste de hipóteses (ver Stephens et al., 2005 e Hobbs & 

Hilborn, 2006 para uma revisão acerca de testes de nulidade contra a seleção de 

modelos baseado na teoria da informação).   

 Entretanto, a seleção de modelos, utilizando-se o critério de Akaike pode 

levar a falsas conclusões se na predição da riqueza de espécies não for 

considerada a autocorrelação espacial, caso esta exista e seja importante na 

estruturação dos resíduos dos modelos de regressão. Quando se consideram 

dados observacionais em grandes extensões territoriais, os pontos de coleta 

próximos (ou quadrículas) podem estar espacialmente autocorrelacionados, ou 

seja, os valores obtidos de pontos de coletas próximos entre si possuem valores 

mais similares do que esperado por acaso (Legendre, 1993). Quando isso ocorre, 

há uma violação dos pressupostos da estimativa dos erros dos coeficientes de 

regressão, porque cada amostra deve ser independente uma da outra e na 

autocorrelação há dependência entre elas. Deste modo, o tamanho amostral é 

sobrestimado e as inferências estatísticas serão incorretas, levando a falsas 

inferências (Diniz-Filho et al., 2003).  

 A autocorrelação espacial é comumente avaliada nos valores residuais dos 

modelos regressivos gerados, ou seja, pontos de coleta próximos com estes 

valores similares entre si indicam a presença deste efeito espacial. Se a 

autocorrelação for significativa, utilizam-se normalmente modelos espaciais que 

considerem este efeito em seus cálculos. Recentemente, diversos autores 
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avaliaram como a autocorrelação espacial poderia alterar as conclusões de uma 

análise e sua interpretação sobre os dados ecológicos reais, e corrigiram os 

resultados através de estatísticas espaciais (Keitt et al., 2002; Lichstein et al., 

2002; Fotheringham et al., 2003; Diniz-Filho et al., 2003; Tognelli & Kelt, 2004;  

Svenning et al., 2006; Hawkins et al., 2007; Kühn, 2007). Em princípio, este 

reconhecimento da autocorrelação espacial nos cálculos da predição pode corrigir 

os resultados da seleção de modelos trazendo resultados mais compatíveis com 

os dados reais. 

Há diversas maneiras de incorporar o efeito do espaço geográfico nos 

modelos de regressão. Um dos mais utilizados em macroecologia e ecologia 

geográfica é a autoregressão simultânea (SAR – Simultaneous Autoregressive 

Models), que inclui a autocorrelação espacial no cálculo da matriz de covariância 

do resíduo (Haining, 1990). Isto pode trazer melhores resultados do que o OLS e 

também o Critério de Akaike irá selecionar estes modelos espaciais como a 

melhor abordagem para a distribuição de espécies.  

Através destas metodologias estatísticas, o objetivo deste trabalho é utilizar 

a abordagem da seleção de modelos através do critério de Akaike para avaliar 

quais modelos possuem os melhores descritores da distribuição de vertebrados 

(anuros, répteis, aves e mamíferos) conhecidos do bioma Cerrado. Para isto, 

serão utilizadas as variáveis ambientais que melhor predizem os padrões de 

riqueza atuais (Hawkins et al. 2003a,b, 2004) e também parâmetros sociais 

relativos ao tamanho populacional humano e o número de inventários faunísticos 

deste bioma (Diniz-Filho et al., 2005) 
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Metodologia 

Dados ecológicos 

 A área a ser considerada é o bioma Cerrado, em toda sua extensão sobre o 

território brasileiro, que foi dividido em 181 quadrículas de 1º de latitude por 1º de 

longitude (110 Km x 110 Km) (Figura 1). Cada quadrícula é considerada como um 

ponto de amostragem e suas coordenadas geográficas são definidas pelo seu 

centro geográfico. Os dados referentes à distribuição das espécies no Cerrado e 

para a construção de mapas são de 138 mamíferos, 751 aves, 193 répteis e 131 

anfíbios (Diniz-Filho et al., 2006 in press). Verifica-se a extensão de uma espécie 

calculando em quantas quadrículas ela ocorre e quanto maior a sobreposição de 

espécies sobre uma quadrícula, maior será sua diversidade. 
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Figura 1: Mapa do bioma Cerrado e sua divisão em quadrículas sobre o território 

brasileiro. 

 

As variáveis mais utilizadas para predições em grandes escalas podem ser 

classificadas dentro de hipóteses das quais as mais comuns são: energia 

ambiental (evapotranspiração potencial – PET, temperatura média anual - TEMP), 

produtividade (evapotranspiração atual – AET, índice de vegetação - EVI), 

heterogeneidade ambiental (topografia - TOPOG) condições climáticas (umidade 

relativa do ar – HUMREL) (Currie, 1991; Hawkins et al., 2003a,b). Estes autores e 

diversos outros (e.g., Rahbek & Graves, 2001; Diniz-Filho et al., 2003; Tognelli & 

Kelt, 2004; Hawkins et al., 2005) já relacionaram essas hipóteses com a 
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distribuição da riqueza de espécies, em diferentes escalas espaciais, tanto em 

ambientes temperados quanto em tropicais, e verificaram que para as diferentes 

regiões consideradas há maior influência de uma hipótese sobre outra. Por 

exemplo, Hawkins et al., (2003b) fez uma revisão de diversos estudos, em 

grandes escalas, para verificar quais variáveis são as mais importantes em 

descrever a distribuição de plantas, invertebrados e vertebrados. Para todos estes 

grupos, as variáveis relacionadas à energia e à entrada de água, bem como sua 

interação, foram consideradas as que melhor explicaram os padrões de riqueza. 

Além das hipóteses já conhecidas, serão utilizadas neste estudo variáveis 

relacionadas à ocupação humana, incluindo o logaritmo do número de habitantes 

em cada célula (HUMAN) (IBGE, 2000) e ao número de inventários faunísticos 

(KNOW), este último relativo ao conhecimento da biodiversidade (Cavalcanti & 

Joly, 2002). Há atualmente uma grande tendência em utilizar estas variáveis em 

modelos de riqueza de espécies porque há um grande interesse em predições, 

questões de conflito entre conservação e desenvolvimento humano e também 

devido ao impacto que a sua presença causa em ambientes, tanto em pequena 

como em grande escala (Balmford et al., 2001; Evans & Gaston, 2005). Diversos 

artigos revelam haver uma correlação positiva entre riqueza de espécies e a 

densidade populacional humana devida à hipótese de que os mesmos processos 

que atuam em aumentar a riqueza de espécies, principalmente a idéia da energia 

ambiental, também influenciam em maior abundância humana devido à procura de 

locais com mais disponibilidade de recursos e com maior produtividade, por 

exemplo, a agrícola (Balmford et al., 2001; Araújo, 2003; Gaston & Evans, 2004; 

Diniz-Filho et al., 2006). 
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Modelos de Regressão 

Como o Cerrado possui grandes extensões territoriais, ocupando 

aproximadamente 22% do território brasileiro (Oliveira & Marquis, 2002), é 

necessário considerar os possíveis efeitos espaciais, a autocorrelação espacial 

(Legendre, 1993). 

A magnitude da autocorrelação, para cada variável, é freqüentemente 

calculada pelo índice I de Moran e facilmente visualizada em correlogramas, nos 

quais em um sistema de coordenadas cartesianas o eixo x assume as distâncias 

entre as quadrículas e no eixo y os valores do índice I de Moran variam com o 

aumento das distâncias consideradas (Legendre & Legendre, 1998). Caso a 

variável não possua autocorrelação, os valores deste índice não irão variar no 

espaço geográfico. Verifica-se assim se as predições de riqueza de espécies dos 

modelos podem estar erradas através dos correlogramas dos resíduos da 

regressão destes modelos, avaliando-se particularmente se há autocorrelação 

positiva para as primeiras classes de distância são significativas. A significância de 

cada valor deste índice foi calculada através de testes de aleatorização, utilizando 

1000 aleatorizações para o vetor dos resíduos e calculando-se o índice I de 

Moran, e o coeficiente testado ao nível de 5%. 

 Para corrigir estes efeitos espaciais, utilizam-se técnicas de modelagem 

que consideram o efeito de localidades vizinhas em descrever valores. A técnica 

OLS (Ordinary Least Square) descreve a riqueza de espécies apenas deixando 

que as variáveis explanatórias calculem a distribuição esperada das espécies 

como variável resposta (Fotheringham et al., 2003). Por isso é preferível utilizar 

regressões que incluem o efeito da autocorrelação espacial em seus cálculos, já 
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que esta estatística espacial traz maiores poderes de explicação e resultados mais 

realísticos. Será utilizado neste estudo a ferramenta SAR (Simultaneous 

Autoregressive Models), que além de incluir as variáveis descritoras, também 

considera o efeito da estrutura espacial entre as quadrículas, considerando as 

distâncias geográficas ou uma rede de conexões entre os pontos de amostragem, 

ou seja, o quão próxima ou conectada está uma localidade da outra (Lichstein et 

al., 2002).  

Para este estudo, a estrutura espacial foi definida por uma rede de 

conexões entre as quadrículas, estabelecida utilizando-se o critério de Gabriel 

(Legendre, 1998). De acordo com esse critério, os locais que estão ligados 

recebem valor 1 e caso contrário, valor 0, sendo que a ligação se dá se o círculo 

cujo diâmetro é a distância entre os centros de duas quadrículas não inclui o 

centro de nenhuma outra quadrícula. Na regressão SAR, a autocorrelação 

espacial está incluída na matriz de covariância dos resíduos e por causa disto os 

coeficientes das variáveis explanatórias serão melhores estimados (Haining, 

1990).  Em um estudo recente, Kühn (2007) utilizou a regressão SAR para 

modelar a riqueza de espécies de plantas na Alemanha e constatou um melhor 

desempenho do modelo SAR em relação ao modelo OLS. 

 Outro problema que pode afetar descrições em regressões é o problema da 

multicolinearidade, no qual duas ou mais variáveis se correlacionam entre si. Isto 

pode levar a resultados errados porque, na presença de correlação entre 

variáveis, ocorrem desvios dos valores dos coeficientes de regressão que seriam 

esperados na ausência de multicolinearidade. Conseqüentemente, o erro padrão 



 56

dos coeficientes de regressão aumenta linearmente com o aumento da relação de 

uma variável com outra (Graham, 2003). Um modo detectar este problema é 

através do fator de aumento da variância (Variance Inflation Factor – VIF), que 

indica o quanto a variância dos coeficientes de regressão foi aumentada 

comparado quando não há multicolinearidade (Philip, 1993). Caso este problema 

seja bastante severo, deve-se utilizar técnicas que reduzam as correlações entre 

variáveis (Graham, 2003). 

 

Seleção de Modelos e o Critério de Akaike 

 O AIC é uma ferramenta de seleção de modelos baseado na teoria da 

informação, sendo entendida como a distância entre a realidade e um modelo 

(Burnahm & Anderson, 2004). Diversos modelos são testados contra o conjunto de 

dados reais e deste modo estima-se a chance de um modelo ser novamente 

escolhido como o melhor caso o estudo seja repetido diversas vezes. Para que 

isto ocorra, cada hipótese, ou modelo, deve possuir inicialmente um valor de AIC, 

que para os modelos regressivos calcula-se da seguinte forma:  

( ) KnAIC 2ˆln 2 += σ                         
( )

n
i∑=

2

2 ˆ
ˆ

ε
σ  

nas quais os valores iε̂ referem-se aos resíduos de cada modelo, n é o tamanho 

amostral e K é o número de parâmetros considerados, ou seja, a quantidade de 

variáveis mais o intercepto da função e a variância residual. Para cada hipótese, é 

possível calcular o valor deste critério, embora individualmente este valor não 
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signifique nada, exceto quando comparado com os valores dos outros modelos 

provenientes de um conjunto de modelos que poderiam estar explicando um 

processo ecológico de interesse. Por isso utiliza-se a seguinte equação: 

MINii AICAIC −=∆  

que é a diferença entre o valor de Akaike de um modelo i qualquer com o menor 

valor de AIC obtido. Quanto menor for esta diferença, indica que outros modelos 

aproximam-se da condição de melhores modelos. Para obter a chance de um 

modelo ser escolhido novamente como o melhor, calcula-se a seguinte equação 

para cada modelo: 







 ∆−


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∑ = 2
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1

r
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r
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na qual ∆  refere à diferença entre os valores do Critério de Akaike e R seria o 

conjunto dos possíveis modelos que poderiam explicar a distribuição de aves, por 

exemplo.  

 Todos estes cálculos foram utilizados para avaliar o poder de evidência de 

cada modelo e permitem fazer comparações entre eles. Neste caso, testes de 

hipóteses não são utilizados, mas mesmo assim os modelos serão comparados 

uns com os outros para avaliar a performance de cada modelo.  

Após a análise inicial dos pressupostos (ver abaixo), foram construídos os 

modelos OLS e SAR pela combinação de variáveis, para cada grupo taxonômico, 

que melhor poderiam estar contribuindo para a distribuição das espécies. Este 
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conjunto de modelos disponíveis para anuros, répteis, aves e mamíferos, foi 

classificado pelo critério de Akaike.  

 

Avaliação de Pressupostos 

Antes de serem obtidos os modelos descritos acima e sua avaliação pelo 

AIC, é necessário verificar os pressupostos da regressão quanto à normalidade, 

pela estatística Kolmogorov-Smirnov, a homogeneidade através do teste Scheffé-

Box (Sokal & Rohlf, 1995) e independência dos resíduos estimados. A variável 

resposta foi transformada (transformação Freeman-Tukey) para verificar se houve 

uma melhora do coeficiente de assimetria e curtosis.  

O pressuposto de independência é usualmente avaliado pela 

autocorrelação espacial dos resíduos a partir de correlogramas nas quais os 

valores do índice I de Moran são plotados contra as distâncias geográficas. Estes 

serão testados nas melhores abordagens OLS e SAR adiante, na qual obtém-se 

os valores residuais destas regressões. 

 A multicolinearidade foi avaliada pelo fator de aumento da variância e caso 

indique severa correlação entre variáveis, devem ser tomadas precauções para 

evitar problemas nos resultados da regressão. 

 Com a obtenção dos modelos OLS e SAR, foram realizadas avaliações das 

diferenças entre os resultados provenientes destas duas formas de regressão 
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quanto à autocorrelação espacial, poder de explicação pelo critério de Akaike, 

seleção de variáveis e grau de multicolinearidade.  

Todas as análises foram realizadas no software SAM – Spatial Analysis in 

Macroecology (Rangel et al., 2006). 

 

 

 Resultados  

 O pressuposto de normalidade da distribuição dos resíduos não foi atendido 

para todos os modelos, a transformação da variável dependente pelo método de 

Freeman-Tukey não causou melhora na normalidade. Para os melhores modelos 

OLS, apenas os resíduos dos modelos para répteis não apresentaram uma 

distribuição normal, ao passo que na modelagem SAR os répteis e mamíferos 

apresentaram valores dos resíduos normalmente distribuídos. Já para a 

homogeneidade das variâncias, dentro de cada grupo as variâncias foram 

homogêneas.  

A partir dos valores da Tabela 2 verifica-se que há diferenças entre os 

melhores modelos selecionados utilizando regressões OLS ou SAR. As variáveis 

selecionadas são distintas e os coeficientes de determinação dos modelos SAR 

são maiores. Os modelos SAR apresentam menores valores de AIC, não implícito 

na Tabela 2, e isto significa que o ajuste foi melhor para este tipo de modelagem 

do que a OLS. Esta diferença de valores do critério de Akaike do melhor modelo 

SAR para o melhor OLS pode ser observado na Tabela 1. 
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Tabela 1: Diferença do valor AIC entre o melhor modelo SAR para o OLS em cada 

grupo taxonômico, de acordo com a Tabela 2. 

Grupo ∆ AIC 

Anuros 175,554 

Répteis 156,393 

Aves 557,320 

Mamíferos 193,399 

 

 

Esta diferença de desempenho entre as duas técnicas de regressão é 

evidente se também forem considerados os correlogramas, que permitem analisar 

a autocorrelação espacial dos resíduos (ou a dependência destes), considerando 

apenas do melhor modelo OLS e SAR de cada grupo (Figura 2). 
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Tabela 2: Resultados da seleção de modelos OLS e SAR para os diferentes grupos taxonômicos, destacando os 

coeficientes de determinação (R2), o delta-AIC, o poder de evidência de cada modelo (W) e as variáveis mais 

importantes.  

 OLS 

Grupo R2 ∆ AIC W Variáveis 

Anuros 0,776 0 0,364 TOPOG, TEMP, PET, AET, HUMREL 

 0,778 0,44 0,292 TOPOG, TEMP, PET, AET, EVI, HUMREL 

 0,779 1,865 0,143 TOPOG, TEMP, PET, EVI, HUMREL, AET, HUMAN 

 0,779 3,792 0,054 MODELO GLOBAL 

Répteis 0,43 0 0,303 AET, PET, HUMREL, TEMP, EVI, TOPOG 

 0,435 0,627 0,221 AET, PET, HUMREL, TEMP, EVI, KNOW, TOPOG 

 0,44 1,273 0,16 MODELO GLOBAL 

 0,425 1,793 0,123 AET, PET, TEMP, EVI, TOPOG, KNOW 

Aves 0,828 0 0,45 MODELO GLOBAL 

 0,822 1,236 0,242 PET, TEMP, TOPOG, AET, HUMREL, EVI 

 0,823 2,823 0,109 PET, TEMP, TOPOG, AET, HUMAN, HUMREL, EVI 

 0,818 3,186 0,091 PET, TEMP, AET, HUMREL, EVI 

Mamíferos 0,601 0 0,289 PET, TOPOG, TEMP, AET, HUMREL, EVI 

 0,596 0,233 0,257 PET, TOPOG, TEMP, AET, HUMREL 

 0,602 1,962 0,108 PET, TOPOG, TEMP, AET, HUMREL, HUMAN, EVI 

 0,596 2,288 0,092 PET, TOPOG, TEMP, AET, HUMREL, HUMAN 
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Continuação da Tabela 2. 

 SAR 

Grupo R2 ∆ AIC W Variáveis 

Anuros 0,945 0 0,662 PET, AET 

 0,945 1,347 0,337 TEMP, TOPOG, AET 

 0,938 22,196 1,00x10-5 TEMP, AET, HUMREL 

 0,937 31,46 9.76x10-8 TEMP, TOPOG, PET, HUMREL, AET 

Répteis 0,807 0 0,211 TOPOG, HUMAN, EVI, AET, PET 

 0,809 0,316 0,180 TOPOG, HUMAN, KNOW, EVI, PET, AET 

 0,799 1,475 0,101 TOPOG, KNOW 

 0,798 2,373 0,061 TOPOG, HUMAN 

Aves 0,992 0 0,881 AET, TEMP, EVI, PET 

 0,991 4,113 0,112 AET, TEMP, PET 

 0,991 10,578 4x10-3 AET, TEMP 

 0,991 13,787 8x10-4 AET, TEMP, KNOW, HUMAN, EVI 

Mamíferos 0,851 0 0,455 AET, PET, HUMREL, TEMP 

 0,861 0,675 0,324 AET, PET, HUMREL, TEMP, EVI 

 0,856 1,898 0,176 AET, PET, TEMP 

 0,859 5,502 0,029 AET, HUMREL, TEMP, EVI, TOPOG, PET 
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Correlogramas Répteis
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Correlogramas Aves

1 3 5 7 9 11 13

Classes de Distância

-0.8

-0.6

-0.4

-0.2

0.0

0.2

0.4

0.6

0.8

I d
e 

M
o

ra
n

 OLS
 SAR

                                  

Correlogramas Mamíferos
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Figura 2: Correlogramas espaciais dos resíduos dos melhores modelos OLS e SAR, para cada grupo taxonômico. 
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As classes de distâncias referem-se às distâncias geográficas para o 

cálculo da autocorrelação espacial. As análises dos correlogramas dos resíduos 

dos modelos OLS mostraram que as primeiras classes de distância tinham valores 

de autocorrelações espaciais positivas e significativas (verificados através de 

testes de randomização, com P < 0,05), indicando que quadrículas mais próximas 

são mais similares entre si, para os valores dos resíduos da regressão, do que 

esperado simplesmente ao acaso, mesmo depois de levar em consideração os 

gradientes ambientais. Em longas distâncias a autocorrelação torna-se novamente 

positiva e significativa indicando valores residuais similares mais do que esperado 

ao acaso. Quando se utilizaram os resíduos provenientes da modelagem SAR, o 

correlograma apresentou um menor grau de autocorrelação espacial nas primeiras 

classes de distância e os I de Moran tendem a se manter próximos a zero em 

distâncias mais longas. Através de testes de randomização, para estes modelos 

SAR, verificou-se que estes valores para as primeiras classes de distância não 

são significativos, exceto para répteis. Isto revela o melhor desempenho da 

modelagem SAR para predições de riqueza de espécies. 

Outra forma de avaliar a autocorrelação espacial dos resíduos é mapear 

estes valores sob as quadrículas do bioma Cerrado (Figura 3). Para o modelo 

OLS, há a formação de grupos de quadrículas próximos entre si com altos valores 

de resíduos, indicando que estas quadrículas agrupadas possuem valores 

similares devido à autocorrelação espacial e deste modo são mais dependentes 

entre si. Já no modelo SAR, não é evidente esta formação de grupos com altos 

valores de resíduos. Há grupos de quadrículas com valores residuais bastantes 

próximos a zero, e isto indica um melhor ajuste do modelo SAR porque os valores 
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de riqueza estimados, a partir deste modelo, são parecidos com os valores 

observados. 

Quanto às variáveis selecionadas através do critério de Akaike, há 

diferenças dos modelos OLS e SAR para todos os grupos considerados (Tabela 

2). Estes resultados, dispostos na Tabela 2, confirmam, em parte, os resultados 

esperados para as latitudes tropicais (Currie, 1991; Hawkins et al., 2003b). 

Considerando apenas modelos SAR, para aves, as variáveis descritoras mais 

importantes foram relacionadas à dinâmica água-energia e produtividade (AET e 

EVI) e também à entrada de energia (PET e TEMP), embora estes tenham 

coeficientes negativos (Tabela 4). Os mamíferos foram similares às aves, exceto 

pelo fato de que a variável relacionada à entrada de água foi adicionada ao 

modelo, e não havendo efeito do índice de vegetação.  

  Em anuros e répteis, as variáveis relacionadas à entrada de energia 

possuem relações negativas com a riqueza, um contraste do que seria esperado 

pelo fato da energia ser uma importante variável para estes grupos devido a seus 

requerimentos de temperatura. Novamente, a dinâmica água-energia, expressa 

pela variável evapotranspiração atual, entraram como importantes descritores. A 

topografia, relacionada à heterogeneidade ambiental, e o tamanho populacional 

humano, entraram apenas no melhor modelo de répteis.  

As variáveis selecionadas para explicar a riqueza em todos os grupos foram 

a evapotranspiração atual e potencial (AET e PET), que possuem relações 

distintas para a distribuição de espécies. Ambos são preditores reconhecidos para 

os biomas tropicais e fazem parte da hipótese geral de energia. A variável para 

inventários faunísticos (KNOW) não apareceu em nenhum melhor modelo SAR, ao 
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passo que nos modelos OLS foi selecionada apenas para explicar a riqueza de 

aves.  Isto ocorreu devido a esta variável estar autocorrelacionada, porque os 

maiores índices desta variável encontra-se próximos a centros urbanos onde são 

feitos maiores esforços de amostragem. Esta variável não possui influência nos 

processos ecológicos, é apenas relacionada ao conhecimento da biodiversidade. 
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Resíduos OLS anuros
(-13.302) - (-7.86)
(-7.86) - (-4.513)
(-4.513) - (-1.822)
(-1.822) - (0.824)
(0.824) - (4.147)
(4.147) - (8.327)
(8.327) - (14.805)

                        

Resíduos SAR Anuros
(-10.749) - (-6.448)
(-6.448) - (-2.183)
(-2.183) - (-0.249)
(-0.249) - (1.214)
(1.214) - (2.917)
(2.917) - (4.988)
(4.988) - (8.28)

 

 

 

 

Figura 3: Distribuição espacial dos valores residuais sobre as quadrículas do bioma Cerrado, distinguindo entre os 

modelos OLS e SAR dos grupos taxonômicos considerados. Aqui os mapas para anuros. 
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Resíduos OLS Répteis
(-39.101) - (-27.964)
(-27.964) - (-15.42)
(-15.42) - (-4.826)
(-4.826) - (6.072)
(6.072) - (16.721)
(16.721) - (33.069)
(33.069) - (54.448)

                        

Resíduos SAR Répteis
(-38.387) - (-20.789)
(-20.789) - (-6.952)
(-6.952) - (-0.185)
(-0.185) - (5.801)
(5.801) - (13.964)
(13.964) - (23.208)
(23.208) - (40.153)

 

 

 

Continuação da Figura 3. Mapa para répteis. 
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Resíduos OLS Aves
(-69.616) - (-44.158)
(-44.158) - (-22.905)
(-22.905) - (-5.987)
(-5.987) - (9.939)
(9.939) - (25.558)
(25.558) - (47.399)
(47.399) - (86.45)

                        

Resíduos SAR Aves
(-31.801) - (-27.256)
(-27.256) - (-9.298)
(-9.298) - (-2.594)
(-2.594) - (0.194)
(0.194) - (2.616)
(2.616) - (6.907)
(6.907) - (31.842)

 

 

 

Continuação da Figura 3. Mapa para aves. 
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Resíduos OLS Mamíferos
(-9.884) - (-5.185)
(-5.185) - (-2.861)
(-2.861) - (-0.811)
(-0.811) - (0.841)
(0.841) - (2.433)
(2.433) - (4.553)
(4.553) - (8.799)

                        

Resíduos SAR Mamíferos
(-7.479) - (-4.85)
(-4.85) - (-1.968)
(-1.968) - (-0.626)
(-0.626) - (0.619)
(0.619) - (1.975)
(1.975) - (3.768)
(3.768) - (5.829)

 

 

 

Continuação da Figura 3. Mapas para mamíferos.
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 Se forem consideradas as correlações entre os descritores, verificou-se que 

as variáveis dentro de cada hipótese (energia ambiental, produtividade, condições 

climáticas e sociais) apresentam correlações positivas e significativas, embora 

também apareçam correlações das variáveis entre as hipóteses, e com isto 

surgem os problemas de multicolinearidade que podem afetar os resultados dos 

modelos. Através do fator de aumento da variância (VIF) detectou-se que os níveis 

de colinearidade entre os melhores modelos SAR foram menores do que entre os 

modelos OLS (Tabela 3). Isto ocorre porque, para o modelo OLS, o critério de 

Akaike selecionou mais variáveis, o que aumenta a probabilidade dos modelos 

conterem as variáveis que mais se correlacionam. Como os valores do fator de 

aumento da variância foram baixos, a descrição provavelmente não sofreu efeitos 

consideráveis.  

 

Tabela 3: Valores do fator de aumento da variância para as variáveis que eram 

comuns aos melhores modelos OLS e SAR em cada grupo vertebrado.  

 OLS SAR 

Variáveis Anuros Répteis Aves Mamíferos Anuros Répteis Aves Mamíferos 

AET 1,584 1,675 1,808 1,675 1,038 1,116 1,088 1,572 

PET __ 3,745 3,921 3,745 __ 2,283 3,322 3,412 

HUMREL __ __ __ 2,415 __ __ __ 1,582 

TEMP 4,065 __ 4,854 4,098 1,038 __ 3,401 3,300 

EVI __ 1,824 1,841 __ __ 1,213 1,140 __ 

TOPOG __ 3,086 __ __ __ 2,785 __ __ 
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Tabela 4: Coeficientes de regressão dos melhores modelos OLS e SAR para os quatro grupos taxonômicos. 

 OLS SAR 

Variáveis Anuros Répteis Aves Mamíferos Anuros Répteis Aves Mamíferos 

AET 0,342 1,301 5,092 0,343 0,098 0,166 2,01 0,148 

PET 0,254 -1,41 -3,987 -0,33 -2,517 -0,095 -0,675 -0,051 

HUMREL -0,666 -1,15 -4,022 -0,267 __ __ __ 0,057 

TEMP -2,001 13,894 -2,869 1,109 __ __ -11,074 -0,422 

EVI __ -61,773 122,956 8,21 __ -12,32 22,446 __ 

KNOW __ __ -3,26 __ __ __ __ __ 

HUMAN __ __ 7,237 __ __ 1,606 __ __ 

TOPOG 0,024 0,057 0,039 0,008 __ 0,008 __ __ 
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Discussão 

 Por meio dos resultados obtidos foi clara a melhor performance do modelo 

autoregressivo simultâneo (SAR) em relação à regressão múltipla não espacial 

(OLS). Em todos os quesitos avaliados, tais como a autocorrelação espacial, grau 

de multicolinearidade, seleção de variáveis e poder de explicação, os modelos 

SAR se apresentaram mais adequados para os dados de riqueza. Apenas no 

quesito da normalidade houve uma violação significativa para alguns modelos 

SAR, já que a maior parte dos resíduos possui distribuição leptocúrtica (ou seja, 

se concentraram ao redor de zero mais do que o esperado).   

Quando se utiliza o modelo SAR, permite-se explicitamente que o efeito 

espacial seja controlado, já que nos resíduos do modelo a autocorrelação espacial 

está presente na matriz de covariância através do parâmetro autoregressivo ρ , 

que expressa a influência de localidades vizinhas em predizer valores (Lichstein et 

al., 2002; Fotheringham et al., 2003). Como o efeito espacial está presente nos 

dados reais, o modelo SAR está mais próximo das observações. As variáveis que 

são bastante autocorrelacionadas tendem a ter uma estimativa associada ao 

coeficiente mais fraca se o efeito espacial é controlado e deste modo os 

coeficientes são melhores calculados (Lichstein et al., 2002). Os modelos OLS, 

por outro lado, muitas vezes violam o pressuposto da independência dos valores 

residuais e, deste modo, as variáveis que são altamente autocorrelacionadas, 

tendem a ter sua significância estatística estimada de maneira enviesada 

(Fotheringham et al., 2003). 
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A autocorrelação espacial nos valores residuais foi detectada porque a 

distribuição geográfica de muitas espécies são maiores que o tamanho das 

quadrículas utilizadas e, deste modo, a riqueza entre quadrículas vizinhas é 

parecida. Entretanto, pode ser difícil descobrir as causas da autocorrelação se 

apenas a variável resposta for analisada. Isto ocorre porque autocorrelação 

positiva em pontos de coleta próximos podem ser causados por variáveis que 

poderiam explicar a variação da riqueza de espécies em locais vizinhos e que não 

foram medidas ou consideradas (Diniz-Filho et al., 2003) A autocorrelação 

também pode ocorrer devido às variáveis utilizadas estarem autocorrelacionadas, 

ou seja, as quadrículas próximas são similares para uma outra variável. 

 Pela seleção dos melhores modelos utilizando-se o critério de Akaike, 

algumas variáveis perderam importância ao serem incorporadas nos modelos 

SAR, quando comparadas às analises tradicionais utilizando o OLS. Em anuros, 

foram retiradas as variáveis relacionadas à entrada de água, temperatura e 

heterogeneidade ambiental, destacando-se nos modelos SAR a dinâmica água-

energia, com o efeito da entrada de energia. Este último, entretanto, apresentou 

coeficiente negativo. Os anfíbios possuem requerimentos de temperatura para o 

metabolismo (e.g., Allen et al., 2002). Com os resultados do melhor modelo, a 

riqueza de anuros será maior em regiões mais frias. Isto pode ser explicado 

parcialmente por um problema da falta de dados para este grupo, porque a 

riqueza de anuros deveria ser maior na região noroeste do Cerrado, que possui 

maiores valores de produtividade e temperatura nestas regiões. Como o tamanho 

populacional humano é maior na região sudeste do Cerrado, o conhecimento 
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desta região através do número de inventários faunísticos é maior e deste modo 

mais espécies são conhecidas nesta região (Diniz-Filho et al., 2005).  

Para répteis ocorreu a mesma discordância que em anuros em relação ao 

coeficiente negativo para temperatura. Do modelo OLS para o SAR foram 

retiradas as variáveis relacionadas à entrada de água e a temperatura média 

anual, e acrescentado o efeito do tamanho populacional humano. O tamanho 

populacional humano reforça a idéia da medida de maior conhecimento faunístico 

e coincidente com a riqueza de espécies (Diniz-Filho et al., 2005) embora não haja 

uma correlação elevada entre tamanho populacional humano e riqueza de répteis. 

Isso se dá principalmente porque, em termos de coincidência de padrões 

espaciais, a região sudeste do Brasil, que é mais densamente povoada, não 

possui maior riqueza de répteis. A topografia, outra variável selecionada para 

explicar a riqueza de espécies de répteis, é reconhecida como amplitude do relevo 

e quanto maior este valor dentro de uma quadrícula, maior seria a riqueza 

esperada (Kerr & Packer, 1997; Rahbek & Graves, 2001). No melhor modelo, 

entretanto, apresentou um coeficiente de regressão bastante baixo. Os resultados 

confirmam a falta de uma maior quantidade de dados para répteis visto que a 

maior riqueza observada encontra-se na região central do Cerrado, onde estão os 

maiores esforços para descrição deste grupo taxonômico (Diniz-Filho et al., 2006 

in press). 

Para aves e mamíferos os resultados foram de acordo com estudos 

anteriores (Hawkins et al., 2003a,b). Em ambos a variável mais importante, nos 

modelos SAR, foi a evapotranspiração atual (AET), o que sugere um importante 

efeito da dinâmica água-energia para a distribuição destes grupos. A única 
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diferença entre os melhores modelos de aves e mamíferos foi que, para aves, o 

índice de vegetação foi selecionado. Por outro lado, há um efeito da umidade 

relativa na riqueza de mamíferos, mas não na de aves. O índice de vegetação 

mede a cobertura vegetal, uma medida indireta da produtividade (Hulbert & 

Haskell, 2003), e seus maiores valores estão a nordeste no Cerrado e enquanto 

que a maior riqueza de aves encontra-se a sudeste. A umidade relaciona-se à 

entrada de água no sistema agindo como principal descritor da riqueza de plantas 

(Hawkins, 2003b) e isto pode aumentar a riqueza da cadeia trófica adiante.  

Como nos grupos anteriores, em aves e mamíferos, também selecionaram-

se mais variáveis utilizando o OLS do que o SAR. Isto torna-se favorável ao 

aparecimento da multicolinearidade, porque as variáveis que fazem parte das 

hipótese consideradas (produtividade, energia ambiental, condições climáticas e 

sociais) são correlacionadas entre si tanto positivamente ou negativamente. Tanto 

o coeficiente de regressão quanto o poder para detectar um efeito de uma variável 

diminuem de modo não-linear com o aumento da multicolinearidade (Graham, 

2003). Contudo, se nos melhores modelos OLS e SAR forem retiradas as 

variáveis que se correlacionam, o valor do critério de Akaike aumenta e o poder de 

explicação do modelo diminui.  Isto ocorre porque a contribuição da variável em 

explicar a distribuição de espécies está sendo omitida e mesmo as variáveis 

restantes no modelo podem ter coeficientes enviesados por motivos 

desconhecidos (Philip, 1993).  No modelo SAR foram selecionados menos 

variáveis devido à autocorrelação espacial ser incluída na matriz de covariância 

dos resíduos e deste modo seu desempenho foi maior. Como os valores do fator 

de aumento de variância foram baixos, não há maiores preocupações relativos à 
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multicolinearidade, embora Graham (2003) cite que mesmo valores menores que 

dois da equação do fator de aumento da variância podem alterar os resultados. 

Um método que poderia ser utilizado para corrigir a multicolinearidade seria 

através de análises de componentes principais, na qual cada eixo obtido é 

independente um do outro, mas a principal limitação deste método é a dificuldade 

de interpretação biológica dos eixos multidimensionais gerados e também a perda 

ou generalização de informações dos dados observados (Graham, 2003). 

 

 

Conclusão 

 O critério de Akaike como ferramenta de seleção de modelos selecionou os 

principais modelos de cada grupo taxonômico utilizando a variância residual, o 

tamanho amostral e o número de parâmetros da regressão considerados, que ao 

contrário da stepwise regression, selecionam-se apenas as variáveis significativas. 

As variáveis explanatórias mais importantes confirmaram, em parte, o que era 

esperado para explicar os padrões de riqueza do bioma Cerrado, visto a 

importância da dinâmica água-energia como variável relacionada à produtividade. 

Os resultados contrários ao esperados, pela literatura, para anfíbios e répteis 

devem ser melhor explicados devido à falta de dados para estes grupos, ao norte 

do bioma Cerrado onde os maiores índices de temperatura estariam de acordo 

com os requerimentos fisiológicos, do que o próprio critério de seleção, por isto 

deve haver maior busca de dados de campo para estes grupos. 
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 Os resultados observados quando se considera a autocorrelação espacial, 

através do modelo autoregressivo, e a presença da multicolinearidade, 

demonstraram um aumento de desempenho e que o critério de Akaike conseguiu 

avaliar esta diferença em relação aos modelos não espaciais.   
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CAPÍTULO III 

O EFEITO DO DOMÍNIO MÉDIO E PADRÕES ESPACIAIS DE ESPÉCIES 

ENDÊMICAS NO BIOMA CERRADO: GRADIENTES GEOGRÁFICOS OU MERO 

ACASO? 
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Resumo 

 Os principais fatores atualmente usados para explicar os padrões globais 

de riqueza de espécies, tais como a entrada de energia no sistema, a 

disponibilidade de área, o tempo evolutivo e a heterogeneidade ambiental, têm 

sido avaliados diversas vezes na literatura ecológica. Entretanto, recentemente 

desenvolveu-se a hipótese do efeito do domínio médio, que vem sendo alvo de 

diversas discussões. Esta hipótese prediz que uma alta sobreposição de espécies 

ocorrerá no centro de uma região sob estudo, assumindo que não há variação 

espacial ou temporal nos efeitos dos gradientes ambientais. Neste trabalho foram 

avaliados diversos modelos para explicar a riqueza de espécies endêmicas de 

vertebrados terrestres (anfíbios, répteis, aves e mamíferos) no Cerrado, levando-

se em consideração os possíveis efeitos da autocorrelação espacial. O objetivo foi 

avaliar as variáveis que estariam estruturando o padrão de distribuição de 

espécies endêmicas deste bioma. Através da seleção de modelos pelo Critério de 

Akaike, o melhor modelo inclui as variáveis relacionadas à hipótese do efeito do 

domínio médio, de produtividade e energia ambiental. Deste modo, a riqueza de 

espécies endêmicas poderia ser explicada por um balanço entre processos 

estocásticos atuais, históricos e ecológicos. 

 

Palavras-chave: efeito do domínio médio (MDE), espécies endêmicas, Cerrado. 
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Introdução  

 Há grandes interesses em desvendar os processos ecológicos e evolutivos 

que podem determinar os gradientes de riqueza de espécies conhecidos 

atualmente (Willig et al., 2003; Hawkins et al., 2003a). Essa avaliação vem a 

ampliar o conhecimento acerca das relações em grandes escalas de tempo e 

espaço para grandes grupos taxonômicos e que podem servir a propostas de 

conservação (Brown, 1995). Quando esses processos são colocados em modelos 

que incorporam o efeito de múltiplas variáveis, obtêm-se as associações das 

variáveis com os padrões de riqueza de espécies e deste modo pode-se tentar 

explicar os dados observados.  

Dentre as hipóteses mais utilizadas para se avaliar os padrões de riqueza, 

cinco oferecem os maiores poderes de explicação e associação: disponibilidade 

de energia, tempo evolutivo, heterogeneidade de hábitats, disponibilidade de área 

e as restrições geométricas (Rahbek & Graves, 2001). Uma revisão dessas 

hipóteses acerca dos padrões de riqueza distribuídos por todo o globo terrestre foi 

feita por Willig et al. (2003). A despeito do maior reconhecimento do efeito de 

outras hipóteses, especialmente os efeitos do clima (Hawkins et al., 2003b), o 

efeito das restrições geométricas tem sido alvo de discussões sobre seu uso e 

pressupostos (Zapata et al., 2003; Hawkins et al., 2005; McClain et al., 2007).  

 A hipótese das restrições geométricas, ou modelos do Efeito do Domínio 

Médio (“Mid-Domain Effect”, ou MDE) (Colwell & Lees, 2000) diz que a distribuição 

de espécies sobre uma região é restrita pelos limites, ou bordas, deste domínio 

(por exemplo, continentes, biomas, extensões latitudinais ou longitudinais, 

elevação topográfica e profundidades marinhas) e, como conseqüência, a maior 
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diversidade de espécies será encontrada na localidade central e irá 

gradativamente diminuir em direção às bordas do domínio (Colwell & Lees, 2000; 

Colwell et al., 2004). O pressuposto essencial do MDE, dado como um modelo 

nulo, é a ausência dos fatores espaciais e temporais atuando na origem e 

manutenção das distribuições das espécies, de modo que sua sobreposição (i.e., 

riqueza) ocorrerá simplesmente ao acaso em um ambiente homogêneo (Colwell & 

Lees, 2000). Assim, esta poderia ser colocada casualmente em qualquer lugar, 

mas sua expansão é limitada pelas restrições geométricas e, deste modo, a maior 

sobreposição das espécies estaria no centro do domínio.  

O uso do MDE como modelo nulo serviria para comparar os padrões de 

riqueza de espécies esperados na ausência de fatores causais com os padrões 

observados. Constatada uma diferença entre estes padrões, isso indicaria que 

haveria algum processo que realmente estaria agindo sobre a distribuição de 

espécies. Entretanto, os proponentes desta hipótese também assumem seu uso 

simultâneo com as outras variáveis ambientais ou históricas, sendo que alguns 

estudos de fato admitem ser esta expectativa nula o principal preditor da riqueza, 

em detrimento das hipóteses ambientais largamente conhecidas (Jetz & Rahbek, 

2001, 2002; Bellwood et al., 2005; Brehm et al., 2007).  

 Mesmo que alguns estudos considerem o MDE como um efeito importante 

a ser considerado em análises ecológicas, um conjunto de críticas limita seu uso 

porque citam que seus pressupostos não consideram descrições reais e 

adequadas do mundo, seus conceitos são inconsistentes, falhos e possuem 

fraquezas metodológicas (Hawkins & Diniz-Filho, 2002; Zapata et al., 2003; 

Hawkins et al., 2005). McClain et al. (2007) recentemente discutiram os desafios e 
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cuidados na aplicação das restrições geométricas em análises ecológicas. Em um 

artigo recente, Dunn et al. (2006) revisou diversos artigos e demonstrou em quais 

situações há altos poderes de explicação com a hipótese do efeito do domínio 

médio, ou seja, espécies com grandes distribuições relativas ao domínio e regiões 

com maiores extensões territoriais. Assim, acredita-se que a discussão sobre a 

validade do MDE e seu uso como descritor dos padrões de riqueza de espécies, 

como um processo puramente estocástico, continuará na literatura científica. 

 A abordagem das restrições geométricas já foi utilizada em alguns estudos 

no continente sul-americano (Diniz-Filho et al., 2002; Rangel & Diniz-Filho, 2004), 

com baixo porcentual de explicação da hipótese do efeito do domínio médio, e que 

consideravam todo o continente como domínio e suas bordas limitadas pelo 

oceano. Neste estudo, foram avaliados os padrões no bioma Cerrado, localizado 

na região central do território brasileiro, como domínio geral limitado pelo clima (no 

sentido de Colwell & Less, 2000). A hipótese do efeito do domínio médio foi 

incluída juntamente com as variáveis das hipóteses de energia ambiental, 

produtividade, heterogeneidade ambiental, climática, relacionadas à ocupação 

humana e ao número de inventários faunísticos a fim de explicar os padrões de 

riqueza de espécies endêmicas de vertebrados terrestres no Cerrado. 

Dada a extensão territorial do Cerrado, foram utilizadas ferramentas que 

corrigem possíveis efeitos da autocorrelação espacial utilizando regressões 

espaciais (Diniz-Filho et al., 2003; Fotheringham et al., 2003). Através de 

combinações das variáveis nas análises de regressão, foram avaliados diferentes 

modelos para explicar a variação de riqueza nas espécies endêmicas, sendo estes 

avaliados no sentido de determinar aqueles que oferecem maiores suportes aos 
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dados observados. Esse processo de avaliação dos modelos foi realizado pelo 

Critério de Akaike (AIC), um método de seleção de modelos que não realiza testes 

de hipóteses, mas que avalia cada modelo de acordo com o tamanho amostral, a 

variância residual e o número de parâmetros de cada regressão (Burnham & 

Anderson, 2004). 

Assim, este estudo teve como objetivo entender se a distribuição das 

espécies endêmicas de vertebrados terrestres no Cerrado é o resultado de 

processos estocásticos e ecológicos, com suas respectivas contribuições. Embora 

ainda faltem amostragens da fauna endêmica no bioma Cerrado (Cavalcanti & 

Joly, 2003), o que pode acarretar falsas expectativas de um modelo, a abordagem 

aqui utilizada pode ser considerada pioneira ao modelar a distribuição destas 

espécies e também devido ao uso da hipótese do efeito do domínio médio. 

 

  

Metodologia 

Dados Ecológicos 

O domínio a ser considerado é o bioma Cerrado, dividido em 181 

quadrículas de 1º de latitude por 1º de longitude (Figura 1). Cada quadrícula 

possui referência à localização geográfica, medidas das variáveis sócio-

ambientais e valores da riqueza de espécies endêmicas observadas. Os dados 

sobre espécies endêmicas tais como sua extensão geográfica contínua e riqueza 

em cada quadrícula são de 127 espécies endêmicas, sendo 16 mamíferos, 29 

aves, 35 répteis e 47 anfíbios (Diniz-Filho et al., 2007, in press). Verifica-se a 

extensão de uma espécie calculando em quantas quadrículas ela ocorre e quanto 
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maior a sobreposição de espécies sobre uma quadrícula maior será sua 

diversidade. Os dados referentes à riqueza de espécies endêmicas foram 

logaritimizados para reduzir a assimetria (Sokal & Rohlf, 1995). 

 

Figura 1: Mapa do bioma Cerrado, considerado aqui como um domínio com 

limites, e sua divisão em quadrículas sobre o território brasileiro. 

  

 

Diversos autores destacam as principais hipóteses que, através de sua 

variação no espaço, poderiam estar influenciando a distribuição de espécies: 

produtividade (evapotranspiração atual – AET, índice de vegetação – EVI), 

heterogeneidade ambiental (neste caso a amplitude do relevo – TOPOG), energia 

ambiental (evapotranspiração potencial – PET, temperatura média anual – TEMP), 
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condições climáticas (umidade relativa do ar – HUMREL) e a hipótese relativa à 

ocupação humana (tamanho populacional presente no Cerrado no ano 2000 – 

HUMAN, número de inventários faunísticos ou conhecimento da biodiversidade – 

KNOW) (Currie, 1991; Hawkins et al., 2003a,b; Diniz-Filho et al., 2005; Rangel et 

al., 2007). 

Colwell et al. (2004) enfatizam que uma abordagem multivariada, ou seja, o 

uso de variáveis relacionadas ao MDE juntamente com outras variáveis sócio-

ambientais, pode permitir uma melhor avaliação de quanto um processo 

estocástico, ocorrendo na ausência de um gradiente geográfico, poderia explicar a 

distribuição de espécies dentro de um domínio. Entretanto, poucos trabalhos 

consideraram simultaneamente efeitos ambientais e o MDE (por exemplo, Lees et 

al., 1999; Jetz & Rahbek, 2002; Rangel & Diniz-Filho 2004; Kerr et al., 2006; 

Brehm et al., 2007).  

Para avaliar o efeito do MDE foi gerada uma variável baseada no algoritmo 

“spreading dye” (“dispersão de tinta”) de Jetz & Rahbek (2001), que é conhecido 

como modelo de restrição geométrica (“geometric constraints model”, ou GCM). 

Este algoritmo inicia-se através da escolha aleatória de uma determinada 

quadrícula do domínio considerado e a introdução de uma espécie nesta 

quadrícula. Através da distribuição conhecida desta espécie (dados observados), 

sua ocupação se expande a partir dessa quadrícula inicial para os locais 

adjacentes, em direção aos limites do domínio, continuamente. O processo de 

expansão pára quando a espécie ocupa todas as quadrículas, contínuas, 

referentes ao tamanho da sua distribuição observada. Entretanto, neste algoritmo, 

a expansão não pode atravessar os limites do domínio e a distribuição da espécie 
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é colocada aleatoriamente no espaço, sem levar em consideração os possíveis 

gradientes geográficos relacionados aos nichos das espécies. Após simular esse 

processo para todas as espécies, obtém-se uma variável de riqueza, e toda a 

simulação é realizada mais uma vez. Uma vantagem desta variável é que sua 

unidade (número de espécies) é a mesma da variável resposta e deste modo uma 

predição direta da riqueza de espécies (Colwell et al., 2004). 

 

Análise de Dados 

 Antes dos modelos regressivos serem avaliados, foram feitos testes de 

homogeneidade (teste Scheffé-Box), normalidade (Kolmogorov-Smirnov) e 

independência dos valores residuais (autocorrelação espacial). Isto foi realizado 

através de modelos regressivos globais (que considera todas as variáveis em 

questão) via OLS (Ordinary Least Square), que não corrigem o efeito da 

autocorrelação espacial, e da abordagem SAR (Simultaneous Autoregressive 

Models), que incluem o efeito espacial na matriz de covariância dos resíduos 

(Haining, 1990). A autocorrelação espacial foi calculada através do índice I de 

Moran (Legendre & Legendre, 1998) e a variação destes em função das distâncias 

geográficas entre as células foi avaliada através de correlogramas, na qual o eixo 

das abscissas contém as classes de distâncias e o eixo das ordenadas os valores 

deste índice em cada classe de distância. Geralmente nas primeiras classes de 

distâncias os valores do I de Moran são positivos, indicando que quadrículas 

adjacentes são mais similares entre si do que esperado ao acaso, e neste caso 

viola-se ao pressuposto de amostras independentes. A significância de cada valor 

deste índice foi calculada através de testes de randomização, utilizando 1000 
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aleatorizações do vetor de resíduos da regressão, e o coeficiente testado ao nível 

de 5%. Caso em um modelo OLS seja detectada autocorrelação positiva 

significativa para as primeiras classes de distâncias nos resíduos, é preferível 

utilizar modelos autoregressivos, tal como o SAR. Ao utilizar esta estatística, a 

rede de conexões entre as quadrículas foi obtida a partir do algoritmo da rede de 

Gabriel (Legendre & Legendre, 1998), na qual a ligação entre os pontos de 

amostragens ocorre se o círculo cujo diâmetro é a distância entre os centros de 

duas quadrículas não inclui o centro de nenhuma outra quadrícula. 

 Através da regressão da variável resposta (riqueza de espécies endêmicas) 

sobre as variáveis sócio-ambientais e o GCM, foi possível construir um conjunto 

de modelos com os fatores que melhor descrevem a riqueza dessas espécies no 

bioma Cerrado. Devido à enorme quantidade de modelos possíveis para esse 

conjunto de variáveis, foi utilizado um critério de seleção de modelos que não se 

baseia em testes de hipóteses (i.e., como uma “stepwise selection”), mas pelo 

Critério de Akaike (AIC – Akaike Information Criterion), que neste caso o valor de 

AIC de cada modelo é dado por uma equação que relaciona a variância residual 

proveniente de cada regressão, o tamanho amostral e o número de parâmetros 

utilizados em um determinado modelo (Burnham & Anderson, 2004). A 

comparação entre modelos é feita primariamente pela diferença de um valor AIC 

com outro ( ∆ AIC). É considerado o melhor modelo aquele que possui o menor 

valor deste critério, sendo também possível calcular a chance (w) de um modelo 

ser escolhido como o melhor modelo caso o estudo repetido diversas vezes, uma 

medida do poder de evidência (para uma referência completa sobre o Critério de 

Akaike, ver Burnham & Anderson, 2004). 
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 Todas as análises foram realizadas no software SAM – Spatial Analysis in 

Macroecology (Rangel et al., 2006). 

 

 

Resultados 

 Em relação aos testes dos pressupostos da regressão, o modelo OLS 

global apresentou normalidade dos seus resíduos, o que não foi significativo para 

o modelo SAR. Já em relação à homogeneidade das variâncias, estas foram 

consideradas homogêneas para ambos os tipos de modelos. 

Após a construção do modelo global para a regressão OLS, foram obtidos 

os valores preditos e os resíduos, utilizando-se a riqueza de espécies endêmicas 

como variável resposta. O coeficiente de determinação (r2) e o valor de AIC para 

este modelo foi respectivamente 0.906 e -589.443. A análise do correlograma do 

resíduo mostrou que a primeira classe de distâncias apresentou uma 

autocorrelação espacial significativa (P < 0,05) (Figura 2), indicando que células 

próximas são mais similares entre si do que esperado simplesmente ao acaso. 

Quando utilizou-se o modelo SAR, com todos os parâmetros no modelo, os 

erros deste no correlograma demonstraram um menor grau de autocorrelação 

espacial nas primeiras classes de distância, com valores do índice de Moran 

oscilando próximo a zero nas distâncias intermediárias. A estrutura espacial não 

foi significativa para localidades próximas (P > 0,05), indicando que o modelo 

espacial possui uma melhor performance para descrever o padrão espacial na 

riqueza de espécies endêmicas no Cerrado. A preferência deste modelo também é 

reforçada porque o valor de r2 aumentou (0.977) e diminuiu o AIC (-844.464). 
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Como já foi dito anteriormente, quanto menor o valor de AIC, tanto melhor é a 

aproximação da “realidade”. A diferença de valores Akaike para estes modelos 

OLS e SAR foi de 255,021. 
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Figura 2: Correlogramas espaciais dos resíduos dos modelos globais OLS e SAR, 

considerando todas as variáveis. 

 

 

Mapeando-se a distribuição dos resíduos dos modelos de riqueza no 

Cerrado (Figura 3), percebe-se que, para o modelo OLS, há mais grupos de 

valores de resíduos próximos entre si, indicando que estas quadrículas agrupadas 

possuem valores similares devido à autocorrelação espacial. Já no mapa do SAR, 

há menos grupos formados por valores próximos dos resíduos e também a 

amplitude do resíduo é menor, indicando que com este modelo a autocorrelação 
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espacial é menor e por isso melhor descreve a distribuição de espécies endêmicas 

no Cerrado, como observado no correlograma apresentado na Figura 2. 

 

Malha.shp
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-0.376 - -0.172
-0.172 - -0.069
-0.069 - 0.021
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0.119 - 0.231
0.231 - 0.533

   

Malha.shp
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Figura 3: Distribuição dos resíduos dos modelos globais sobre as quadrículas do 

Cerrado. O mapa (a) representa os resíduos do modelo OLS e (b) são os resíduos 

do modelo SAR. 

 

 

Deste modo, visto que os modelos espaciais são mais adequados, os 

resultados apresentados adiante referem-se exclusivamente aos obtidos no 

modelo espacial SAR. A partir do conjunto de modelos construídos combinando as 

9 variáveis, demonstrou-se que a melhor equação possui valores de r2 e de AIC 

respectivamente iguais a 0.982 e -900,867, nas quais as variáveis selecionadas 

foram: a predição de espécies pela variável GCM, índice de vegetação (EVI) e 

(a.) (b.) 
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temperatura média anual (TEMP). Este modelo possui uma probabilidade de 58% 

de ser escolhido novamente como o melhor modelo, entre todos considerados, se 

diversos estudos forem realizados novamente. Posicionando-se em ordem 

decrescente os valores do coeficiente de determinação e em ordem crescente os 

valores do Critério de Akaike (ambos posicionam os modelos do melhor para o 

pior), avaliou-se quais modelos melhor oferecem explicação aos dados (Tabela 1). 

Os três primeiros modelos possuem valores iguais de r2, mas os valores do 

Critério de Akaike para estes dois primeiros foram diferentes, permitindo um 

melhor discernimento entre eles. O modelo global possui uma diferença do valor 

AIC de 56.43 em relação ao melhor modelo.  

 

Tabela 1: Resultados da seleção de modelos SAR para as espécies endêmicas do 

Cerrado. 

R2 ∆ AIC W modelo 

0,982 0 0,58 GCM, EVI, TEMP 

0,982 1,963 0,21 GCM, EVI, TEMP, TOPOG 

0,982 2,187 0,19 GCM, HUMAN, EVI, TEMP 

0,981 9,273 5x10-3 GCM, TEMP, TOPOG 

0,981 12,224 1x10-3 GCM, TEMP, TOPOG, KNOW, HUMAN 

 

 

A variável mais importante para prever as espécies endêmicas foi GCM 

(Tabela 2). Todos os três primeiros modelos, com valores de ∆ AIC< 3, 

incorporaram esta variável e, considerando modelos com apenas uma variável, a 



 97

equação com a variável GCM (a = 1,652, p<0,05; b = 0,058, p<0,05; abordagem 

presente em Jetz & Rahbek, 2001) possui a melhor performance (r2 = 0,962; AIC = 

-769,767). No mapa verifica-se que a distribuição de espécies endêmicas segue 

de fato uma tendência similar à distribuição de valores a partir da hipótese do 

efeito do domínio médio (Figura 3).  

Entretanto, é importante considerar que, neste trabalho, o processo de 

seleção de modelos considerou o efeito das variáveis GCM, da temperatura média 

e do índice de vegetação. A equação com apenas a variável GCM está em uma 

posição muito além dos três primeiros colocados no posicionamento dos valores 

do Critério de Akaike para cada modelo. 
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Figura 3: O mapa (a) é a distribuição das espécies endêmicas no Cerrado e (b) é a 

distribuição de acordo com a hipótese do efeito do domínio médio. Ambos os 

valores estão logaritimizados. 

(a.) (b.) 
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Discussão 

 Os resultados dos testes dos pressupostos dos modelos de regressão 

indicaram apenas que os valores residuais dos modelos SAR não apresentaram 

normalidade, enquanto que as variâncias foram homogêneas e não foi identificado 

autocorrelação espacial em seus resíduos, ou seja, o valor do resíduo de uma 

quadrícula não é influenciado significativamente por sua vizinhança. A maior parte 

dos resíduos dos melhores modelos SAR permaneceu próximo de zero e não 

apresentam uma distribuição normal significativa. Isto foi diferente nos modelos 

OLS porque, apesar deste apresentar normalidade para os valores residuais, 

estes apresentam um certo grau de autocorrelação espacial significativa para a 

primeira classe de distância. Deste modo, preferiu-se seguir os modelos 

regressivos utilizando a autoregressão SAR, que possui um parâmetro que 

contabiliza o grau de autocorrelação espacial presente nos dados observados e 

que por isso tem estimativas dos coeficientes mais corretas e predições mais 

acuradas (Lichstein et al., 2002). 

 O melhor modelo SAR explicando a riqueza de espécies endêmicas de 

vertebrados terrestres no Cerrado, utilizando-se o critério de AIC, incorporou as 

variáveis relacionadas às hipóteses de produtividade, energia ambiental e do 

efeito do domínio médio. Estes dados estariam de acordo ao esperado (Hawkins 

et al., 2003b) para esta região tropical se não fosse a associação negativa das 

variáveis temperatura média anual e índice de vegetação em relação à riqueza de 

espécies endêmicas. Isto significa que os locais com maior produtividade primária 

e mais quentes não possuem maior diversidade do que seria esperada. Já a 

variável GCM possui associação positiva aos dados observados. Esta variável 



 99

sozinha, entretanto, não apresenta um ajuste tão bom quanto a obtida utilizando-

se o melhor modelo revelado pelo Critério de Akaike.  

As associações com os gradientes ambientais podem estar negativas 

(contrárias ao que seria esperado) devido à falta de amostragens e mais registros 

de espécies endêmicas sobre este bioma (Marinho-Filho et al., 2002; Cavalcanti & 

Joly, 2002), ou por apresentarem-se como efeitos parciais após ter sido 

considerado o efeito dos gradientes em grande escala expressos na variável 

GCM. Outra hipótese é que as espécies adaptadas a este bioma estariam 

concentradas no centro do domínio, sem levar em consideração a hipótese do 

efeito do domínio médio (explicação adiante). Deve-se levar também em 

consideração os componentes históricos e biogeográficos na determinação do 

endemismo no Cerrado (esta última hipótese não será analisada neste estudo) 

(Rodrigues et al., 2005). 

 Pelo fato do bioma Cerrado dividir fronteiras com outros biomas a maior 

diversidade de espécies endêmicas poderia ser de fato no centro do domínio. Se a 

maior riqueza de espécies fosse encontrada em locais com maiores índices de 

produtividade, temperatura e entrada de água, então a diversidade seria maior na 

região noroeste do Cerrado, que está próximo às transições de um bioma a outro 

(neste caso o bioma Amazônico). Neste caso, as distribuições das espécies 

poderiam ultrapassar os limites do domínio Cerrado e não seriam mais 

considerados como espécies endêmicas deste bioma (sendo, assim, excluídas da 

presente análise). Assim, as espécies adaptadas ao Cerrado se encontrariam 

principalmente mais próximos ao centro do domínio, onde há maiores áreas para a 

ocupação, embora encontrem-se algumas espécies endêmicas também próximas 
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às bordas, com distribuições mais restritas (na predição de espécies a partir da 

hipótese do efeito do domínio a alta sobreposição de espécies encontra-se 

próxima à borda oeste).  

De qualquer modo, as taxas de endemismo para vertebrados são 

constatadas como baixas neste bioma (Myers et al., 2000) sendo maiores para 

anuros e répteis do que para aves e mamíferos (Klink & Machado, 2005). A fauna 

presente no Cerrado compartilha traços biológicos comuns a outras formações 

abertas na América do Sul e é bastante influenciada pelos biomas de floresta 

vizinhos tais como a Mata Atlântica e a Amazônica (Marinho-Filho et al., 2002). 

No estudo de Kerr et al. (2006) em Madagascar, a maior riqueza de 

espécies de aves e mamíferos endêmicos está na borda leste deste domínio 

(portanto neste estudo a hipótese do efeito do domínio médio não foi um forte 

preditor de espécies) por causa da maior cobertura de floresta nesta região, onde 

há maior produtividade primária (entretanto ver o comentário de Lees & Colwell, 

2007, que afirmam que os dados de Kerr et al. (2006) estavam incorretos e os 

resultados foram mal-interpretados). Entretanto, este domínio é considerado como 

de “difíceis limites para a dispersão” (Colwell & Lees, 2000; mas ver Zapata et al., 

2003, sobre os possíveis problemas acerca dos limites) por causa de seu 

isolamento geográfico. Já o bioma Cerrado é uma região que não está isolada, 

dividindo fronteiras com a Amazônia, Mata Atlântica, Pantanal e Caatinga. Por 

causa disto algumas espécies podem dispersar além dos limites e ocupar dois ou 

mais biomas.  

Dunn et al. (2006) recentemente fizeram uma revisão de diversos estudos 

que consideram esta hipótese das restrições geométricas e verificaram que a 
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riqueza predita pela hipótese de MDE encontra maiores suportes aos dados 

observados quando as distribuições observadas das espécies são grandes, 

comparadas ao tamanho do domínio e também estas possuem maiores 

extensões, enquanto que em menores tamanhos de ocorrência (relativos) e 

extensões territoriais os fatores ecológicos e históricos parecem possuir uma 

marca mais acentuada na distribuição de espécies. No caso das espécies 

endêmicas consideradas aqui neste estudo, não são tantas espécies que ocupam 

vastas extensões geográficas comparadas ao domínio (Figura 4). Entretanto, a 

variável GCM pode ser o principal descritor, em detrimento às variáveis sócio-

ambientais, talvez porque a maior parte das espécies endêmicas está localizada 

no centro do domínio onde estão as maiores áreas para ocupação.  
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Figura 4: Histograma do número de quadrículas ocupadas pelas espécies 

endêmicas do bioma Cerrado. 
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Assim, por causa dos limites, a maior sobreposição de espécies endêmicas 

encontra-se no meio do domínio. Silva (1997), entretanto, identificou três sub-

áreas de endemismo para aves no Cerrado, sendo que duas estão localizadas nas 

bordas do bioma, mas o autor utilizou apenas distribuições restritas de aves 

endêmicas e neste caso as áreas de endemismo podem estar no centro ou nas 

bordas do domínio.    

Na hipótese do efeito do domínio médio, já que não há o efeito ambiental 

sobre as espécies, já que o ambiente seria visto como homogêneo em toda sua 

extensão, a distribuição das espécies, de acordo com o algoritmo “spreading dye”, 

poderia ser iniciada em qualquer quadrícula do domínio, embora por definição esta 

não possa ultrapassar o domínio. Uma das críticas sendo feitas a esta hipótese 

refere-se à impossibilidade de gerar, no mundo real, as distribuições das espécies 

em um ambiente sem gradientes ambientais, já que estes seriam os principais 

fatores que as estruturam (Hawkins et al., 2005). Em um ambiente homogêneo, 

este algoritmo faz a distribuição aleatória das espécies em um bioma sem levar 

em consideração a teoria do nicho, na qual as espécies permanecem em locais 

mais adequados para a persistência de suas populações. Pelo fato de serem 

utilizadas as distribuições observadas para o algoritmo, o tamanho da distribuição 

é afetado por poucas características biológicas (Dunn et al., 2006), mas a 

distribuição é alocada no espaço geográfico por processos estocásticos. Ou seja, 

esses processos fariam com que o tamanho da distribuição geográfica de uma 

espécie fosse limitada por mecanismos biológicos inerentes ao grupo taxonômico 

e que sejam independentes de variação ambiental e temporal. Isso, por um lado, 

leva ao ponto de que o MDE assumiria algumas características biológicas 
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intrínsecas ao grupo estudado (Colwell et al., 2004), contudo assumindo 

características estruturadas na ausência de efeitos espaciais e temporais.   

Por outro lado, Hawkins & Diniz-Filho (2002) e Hawkins et al. (2005) 

argumentaram que isso seria inadequado, já que a distribuição estatística dos 

tamanhos das distribuições geográficas seria de fato determinada pelo ambiente, 

de modo que a utilização de padrões reais no GCM (ou em qualquer outro modelo 

para o MDE) seria tautológica. Na realidade, sob a teoria do nicho, a distribuição 

geográfica de uma espécie na ausência de fatores ambientais seria infinita, de 

modo que a riqueza de espécies seria constante sobre o espaço. Mesmo sob um 

modelo de dinâmica meta-populacional estocástico, a riqueza seria uma variável 

aleatória sobre o espaço, com padrões espaciais estacionários (ou seja, apenas 

em pequena escala espacial).  

Por outro lado, Rangel & Diniz-Filho (2005) demonstraram recentemente, 

através de um modelo de simulação espacialmente explícito da dinâmica neutra 

de Hubbell (2001) em meta-comunidades, que o MDE poderia explicar a riqueza 

de espécies em dadas combinações de parâmetros (dispersão limitada e elevadas 

taxas de recolonização). Isso seria uma base teórica para a sugestão de Colwell et 

al. (2004) de que o MDE (por meio do GCM) poderia ser considerado não um 

modelo nulo a ser aceito ou rejeitado, mas sim como uma expressão de processos 

estocásticos associados aos padrões de riqueza.  
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Conclusão 

 A análise ecológica através de autoregressões, como o modelo SAR, se 

mostrou satisfatória porque corrigiu o efeito da autocorrelação espacial presente 

nos resíduos da regressão OLS e deste modo foi possível selecionar pelo Critério 

de Akaike os resultados mais corretos.  

O melhor modelo selecionado parece demonstrar que a ocorrência de 

espécies endêmicas no Cerrado é estruturada em parte por processos 

estocásticos, juntamente com a influência ambiental. Na verdade, de acordo com 

as críticas, os pressupostos da hipótese do efeito do domínio médio são bastante 

simplistas, de modo que sua interpretação deve ser cuidadosa. Os desafios 

futuros para a melhoria desta hipótese são oferecer uma estrutura que esteja mais 

de acordo com as condições reais e também do próprio algoritmo que gera as 

distribuições das espécies no domínio. 
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Conclusões Gerais 

 -A autocorrelação espacial dos resíduos foi significativa para a regressão 

OLS, geralmente nas primeiras classes de distância. Isto indica que as 

quadrículas (pontos de coleta) mais próximas são dependentes entre si para os 

valores residuais, violando o pressuposto de independência dos resíduos dos 

modelos lineares; 

 

 -Os modelos SAR foram eficientes ao corrigirem os efeitos da 

autocorrelação espacial presente nos resíduos dos modelos. Deste modo, os 

coeficientes foram melhores calculados e assim as predições foram mais corretas; 

 

 -O critério de Akaike selecionou os melhores modelos, similares ao 

esperado pelas expectativas teóricas. Este critério não utiliza testes de hipóteses, 

apenas utilizando o tamanho amostral, a variância residual e o número de 

parâemtros de cada modelo regressivo para estimar um valor AIC, na qual o 

modelo que possui o menor valor deste critério possui a melhor performance; 

 

-A multicolinearidade foi evidente primariamente nos modelos OLS porque 

estes apresentam mais variáveis nos seus melhores modelos do que em relação 

ao SAR; 

 

 - No Cerrado, os padrões de riqueza de aves e mamíferos são explicados 

principalmente pelas variáveis relacionadas à dinâmica água-energia e 
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produtividade enquanto que os padrões de anfíbios e répteis são melhores 

relacionados à entrada de energia e novamente à dinâmica água-energia; 

  

-Com relação às espécies endêmicas, a variável descritora mais importante 

foi relacionada à hipótese das restrições geométricas, ou seja, a atuação da 

estocasticidade parece ser tão ou mais atuante do que a influência espacial e 

temporal do ambiente.    

 

 

 

 


